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Abstract

This thesis �rst de�nes the graph bisection problem. It summarizes existing heuristic and
evolutionary solution methods. The most important parts of the evolutional algorithm are
described. It also describes the Kernighan�Lin heuristics for the graph bisection optimization.

New hybrid evolutionary-based algorithm for solving the graph bisection problem is
proposed and described in the thesis. It combines the evolutionary algorithm with the
Kernighan�Lin heuristics as a local optimizer. The implementation includes a user interface
that provides an environment for experimenting with the proposed algorithms and makes it
possible to visually inspect and manipulate with the solutions produced by the algorithm.

The proposed algorithm was experimentally evaluated on a set of the most frequently
used benchmark graphs found in relevant literature. Results achieved with the proposed al-
gorithm were compared to the pure Kernighan�Lin heuristic ones showing that the proposed
algorithm outperforms the Kernighan�Lin ones on all of them but one.

Abstrakt

V úvodu práce de�nuje problém bisekce grafu. Shrnuje existující heuristické a evolu£ní me-
tody jeho °e²ení. U evolu£ních metod popisuje hlavní sou£ásti evolu£ního algoritmu. Popisuje
Kernighan�Lin heuristiku pro optimalizaci bisekce grafu.

V práci je navrºen a podrobn¥ popsán vlastní hybridní evolu£ní algoritmus kombinující
evolu£ní prohledávání s lokální optimalizaci pomocí Kernighan�Lin heuristiky. Sou£ástí im-
plementace je i gra�cké uºivatelské rozhraní umoº¬ující nastavení a spou²t¥ní experiment·.
Výsledky výpo£tu jsou vizuáln¥ znázorn¥ny s moºností manuálních úprav.

Výsledky dosaºené navrºeným algoritmem jsou experimentáln¥ ov¥°eny na £asto pou-
ºívaných testovacích grafech uvád¥ných v relevantních publikacích. Jsou také porovnány s
výsledky dosaºenými pomocí £isté Kernighan�Lin heuristiky. Na v²ech testovaných grafech
krom¥ jediného navrºený algoritmus dokázal p°ekonat Kernighan�Lin heuristiku.
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Kapitola 1

Úvod

Problém hledání minimální bisekce grafu (PMBG) spo£ívá v nalezení rozd¥lení grafu na dva
podgrafy tak, aby sou£et vah hran vedoucích mezi jednotlivými podgrafy byl minimální.
Nutnou podmínkou je, aby se velikosti podgraf· neli²ily více neº o 1. Praktické vyuºití je
nap°íklad p°i rozd¥lení elektrického obvodu na dv¥ desky tak, aby bylo t°eba co nejmén¥
propojek. Dále se m·ºe uplatnit p°i °ízení toku v sítích (load balancing), detekci komunit na
sociálních sítích, plánování úloh apod.

PMBG je NP t¥ºký problém [9]. Hlavním omezením je proto velká £asová náro£nost vý-
po£tu rostoucí s velikostí vstupního grafu. Deterministické algoritmy, které °e²í PMBG opti-
máln¥, jsou pouºitelné pouze pro malé instance problému. V¥t²í instance se dají °e²it pomocí
heuristických metod, zaloºených nap°. na hladovém prohledávání prostoru °e²ení. Není v²ak
zaru£eno, ºe nalezené °e²ení bude optimální. P°íkladem takové heuristiky je Kernighan�Lin
algoritmus (K�L) popsaný v kapitole 3.6.

Vzhledem k velikosti stavového prostoru je výhodné p°i °e²ení pouºít evolu£ní heuris-
tiky nebo metaheuristiky. Jedním z moºných p°ístup· je ²lecht¥ní jedinc· reprezentujících
konkrétní rozd¥lení vstupního grafu. V odborných publikacích je popsána °ada technik pou-
ºívaných p°i evolu£ním °e²ení PMBG.

Evolu£ní algoritmus typicky realizuje hrubé prohledávání stavového prostoru. Na takto
evolu£n¥ nalezená °e²ení je moºné uplatnit je²t¥ lokální optimalizaci. Takový postup se na-
zývá hybridním evolu£ním algoritmem.

Cílem této práce je navrhnout a implementovat hybridní evolu£ní algoritmus pro °e²ení
PMBG, který bude roz²í°ením Kernighan�Lin algoritmu. Jeho evolu£ní £ást bude provád¥t
globální vzorkování prohledávaného prostoru. Základním principem bude kombinace evo-
lu£ního a hladového vytvá°ení sekvence prohazování vrchol· mezi jednotlivými podgrafy.
Jako lokální optimalizátor evolu£n¥ nalezených °e²ení bude pouºita varianta klasického K�L
algoritmu.

V práci bude experimentáln¥ ov¥°en p°edpoklad, ºe toto roz²í°ení bude na testovaných
grafech dosahovat lep²ích výsledk· neº klasický K�L algoritmus. Bude rovn¥º provedeno
srovnání výsledk· vlastní implementace K�L s vybranou jinou implementací. Sou£ástí vy-
hodnocení výsledk· bude i srovnání s nejlep²ími dosaºenými výsledky jiných algoritm· pre-
zentovanými v relevantních publikacích.
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2 KAPITOLA 1. ÚVOD

Text je £len¥n do následujících kapitol. V kapitole 2 jsou de�novány v²echny pot°ebné
základní pojmy. V kapitole 3 jsou popsány neevolu£ní metody °e²ení bisekce grafu. Kapitola
4 up°es¬uje popis jednotlivých druh· evolu£ních algoritm·. Hlavní postupy a sou£ásti evo-
lu£ních algoritm· pro °e²ení PMBG jsou popsány v kapitole 5. Navrºený hybridní evolu£ní
algoritmus je popsán v kapitole 6 a popis klí£ových £ásti jeho implementace je v kapitole
7. Nej£ast¥ji pouºívané testovací grafy jsou uvedeny v kapitole 8. Výb¥r konkrétních graf·
pro experimenty, jejich nastavení a výsledky obsahuje kapitola 9. Práce kon£í zhodnocením
výsledk· v kapitole 10 a záv¥rem v kapitole 11.



Kapitola 2

De�nice problému

Problém rozd¥lení grafu (graph partitioning problem) spo£ívá obecn¥ v rozd¥lení grafu na
k podgraf· tak, aby se po£et vrchol· v ºádné dvojici podgraf· neli²il více neº o 1 a aby
byl minimalizován sou£et vah hran vedoucích mezi jednotlivými podgrafy. Bisekce grafu je
speciální p°ípad pro k = 2. V této práci se budeme zabývat výhradn¥ hledáním minimální
bisekce grafu.

M¥jme neorientovaný graf G = (V,E), kde V je mnoºina n jeho vrchol· a E mno-
ºina e jeho hran. Úkolem grafové bisekce je rozd¥lit graf G do dvou podgraf· A(VA, EA)
a B(VB, EB) o po£tech vrchol· nA,nB. V p°ípad¥ sudého n se musí nA = nB, v p°ípad¥
lichého n bude jeden z podgraf· obsahovat jeden vrchol navíc, tedy

|nA − nB| ≤ 1

Kaºdý z vrchol· z V musí být p°i°azen práv¥ do jednoho z t¥chto podgraf·, tedy musí platit

VA

⋃
VB = V

VA

⋂
VB = ∅

a z toho vyplývající vztah nA + nB = n.

Hrana, která spojuje vrcholy ze stejného podgrafu, se nazývá vnit°ní nebo interní (inter�
cluster). Hrana, která spojuje vrcholy z r·zných podgraf·, se nazývá vn¥j²í, externí nebo
hrani£ní (intra�cluster, cut edge). Rozd¥lení grafu se provede odstran¥ním v²ech hrani£ních
hran. Není p°itom poºadováno, aby výsledné podgrafy A(VA, EA) a B(VB, EB) byly po
odstran¥ní t¥chto hran souvislé.

Kvalita rozd¥lení se hodnotí sou£tem vah hran, které je pot°eba odstranit. Pro kvalitu
rozd¥lení se pouºívá ozna£ení velikost °ezu (cutsize). V p°ípad¥, ºe hrany nejsou ohodnoceny,
povaºujeme jejich váhy za jednotkové a cutsize je dáno pouze jejich po£tem. Kvalita rozd¥lení
grafu je tím lep²í, £ím men²í je cutsize. Snaºíme se tedy cutsize minimalizovat.

3
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Kapitola 3

Neevolu£ní metody °e²ení a heuristiky

Heuristika je obecný postup °e²ení problému. Nezaru£uje nalezení optimálního °e²ení, je
v²ak snadno pouºitelná a dává rychle výsledky pro obecná vstupní data (bez záruky jejich
optimality). Vychází ze zku²eností a obecných postup· v dané problematice.

Pokud je známo geometrické rozloºení vrchol· grafu, je moºné pouºít metodu proloºení
p°ímkou(3.1) nebo random spheres(3.2). Ostatní popisované metody, tedy Lokální optimali-
zace(3.3), BFS bisekce(3.4), Coarsening(3.5) a Kernighan�Lin(3.6) nepot°ebují geometrickou
informaci znát. Pracují s obecnými grafy. V této práci se budeme v¥novat obecným graf·m
bez geometrické informace. V p°ípad¥ vstupních dat se sou°adnicemi vrchol· budeme tyto
sou°adnice ignorovat.

3.1 Proloºení p°ímkou

Metoda je zaloºena na protnutí grafu p°ímkou tak, aby d¥lila jeho vrcholy na dv¥ poloviny
s po£tem vrchol· li²ícím se maximáln¥ o 1. Prvky podgraf· budou odpovídat prvk·m v
polorovinách vymezených d¥licí p°ímkou. Parametry d¥licí p°ímky lze optimalizovat nap°.
metodou nejmen²ích £tverc· tak, aby výsledná velikost °ezu byla co nejniº²í. Podrobn¥j²í
popis v [4].

3.2 Random spheres

Tato metoda konstruuje rozd¥lení grafu na základ¥ kruºnic se st°edy ve vrcholech a takovými
polom¥ry, aby ºádný vrchol nebyl uvnit° více neº k takto vymezených kruh·. Auto°i ukazují,
ºe existuje d¥licí kruºnice protínající de�novaný omezený po£et t¥chto kruºnic a rozd¥luje
vrcholy na £ásti uvnit° sebe a vn¥ v de�novaném pom¥ru. Rovn¥º navrhují algoritmus pro
její nalezení. Metoda pracuje obecn¥ v d�rozm¥rném prostoru. Podrobn¥j²í popis v [13].

3.3 Lokální optimalizace

Obecný postup p°i hledání °e²ení optimalizující n¥jaké kritérium. Postupn¥ provádíme men²í
lokální zm¥ny na kandidátském °e²ení. Tím procházíme jeho okolí v prostoru °e²ení, posou-
váme se postupn¥ sm¥rem k jeho nejbliº²ím soused·m. Tento postup iterativn¥ opakujeme

5



6 KAPITOLA 3. NEEVOLU�NÍ METODY �E�ENÍ A HEURISTIKY

tak dlouho, dokud se nep°estane zlep²ovat sledované kritérium nebo dokud není dosaºeno
jeho poºadované hodnoty.

Nevýhodou této metody je velká pravd¥podobnost uvíznutí v lokálním extrému, coº vy-
plývá ze samotného principu prohledávání nejbliº²ího okolí. Pouºití lokální optimalizace p°i
evolu£ním hledání bisekce grafu popisuje nap°. [17].

3.4 Bisekce grafu pr·chodem do ²í°ky

Tato metoda je zaloºená na pr·chodu grafem do ²í°ky.

Algoritmus 1 BFS bisekce
Input: Graf G
Output: Bisekce grafu G
1: Zvol po£áte£ní vrchol v0
2: Projdi graf do ²í°ky s ozna£ováním nejkrat²í vzdálenosti od v0
3: Nalezni vMAX jako nejvzdálen¥j²í vrchol od v0
4: return Rozd¥lení vrchol· na poloviny bliº²í k v0, resp. vMAX

Problematická je uº volba po£áte£ního vrcholu. Na ní p°itom závisí výsledná kvalita
rozd¥lení. Tento algoritmus m·ºe být pouºitelný pro vytvo°ení iniciálního rozd¥lení, které
bude vstupem dal²ího algoritmu.

3.5 Coarsening

Název by se dal p°eloºit jako �zhrubnutí�. Shluknutím n¥kolika vhodných vrchol· do jednoho
zástupného vrcholu se postupn¥ zjednodu²uje struktura grafu. Kdyº uº je dost jednoduchá,
aplikuje se n¥jaký algoritmus grafové bisekce nad grafem z t¥chto zástupných vrchol·. Poté
se zástupné vrcholy expandují do své p·vodní podoby.

3.6 Kernighan�Lin algoritmus

Kernighan�Lin algoritmus (K�L) nazývaný také K�L heuristika iterativn¥ vylep²uje zadané
vstupní rozd¥lení grafu. Jeho typické pouºití je lokální optimalizace výstupu n¥jakého jiného
algoritmu. Zlep²ení aktuálního °e²ení se hledá hladovou konstrukcí sekvence prohození dvou
vybraných vrchol· mezi ob¥ma podgrafy.

Uvaºujme graf G rozd¥lený na podgrafy A a B. Pro kaºdý vrchol se spo£ítá sou£et vah
jeho vnit°ních hran Iv a vn¥j²ích hran Ev.

Dv = Ev − Iv

je rozdíl mezi vn¥j²í a vnit°ní hodnotou vah u tohoto vrcholu. Zisk (gain) g, kterého dosáh-
neme prohozením vrchol· a, b je

ga,b = Da +Db − 2wa,b
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kde wa,b je váha hrany mezi ob¥ma vrcholy. Pokud taková neexistuje, wa,b = 0. Vybereme
vrchol z A a z B tak, aby tento výb¥r maximalizoval zisk p°i jejich prohození. Vybrané
vrcholy vyjmeme z p·vodních mnoºin a p°epo£ítáme ostatní hodnoty D z takto zmen²ených
A a B. To m·ºeme pro vrchol x, kde x ∈ A−{a} jednodu²e ud¥lat tak, ºe zohledníme váhy
hran wx,a a wx,b podle vztahu

D′
x = Dx + 2wx,a − 2wx,b

a analogicky pro druhý podgraf. Jednou prohozené vrcholy se jiº v dal²ích iteracích neu-
vaºují, protoºe prohození jiº prohozeného vrcholu není ºádnou zm¥nou. Tato prohazování
iterativn¥ opakujeme, dokud p·vodní mnoºiny nevyprázdníme. Nakonec spo£ítáme, p°i pro-
vedení kolika k ≥ 0 prvních prohození z výsledné sekvence prohození bude maximalizován
výsledný celkový zisk a tolik t¥chto prohození provedeme.

Algoritmus 2 Kernighan�Lin
Input: Graf G(V,E) a jeho iniciální rozd¥lení na podgrafy A,B
Output: Optimalizované rozd¥lení grafu G
1: repeat
2: Pro v²echny vrcholy z A a B spo£ítej jejich D
3: repeat
4: Vyber vrcholy a ∈ A a b ∈ B s maximální ziskem g[i] p°i prohození
5: P°emísti a z A do X a b z B do Y
6: P°epo£ítej hodnoty D ze zmen²ených A a B
7: until Nejsou vyprázdn¥ny A a B
8: Spo£ítej k tak, aby maximalizovalo zisk gain =

∑k
i=0g[i]

9: if gain > 0 then Prove¤ prvních k prohození vrchol· z X a Y v A a B

10: until Je dosahováno zisku
11: return Optimalizované rozd¥lení do podgraf· A a B

Algoritmus je podrobn¥ popsán v £lánku autor· [8] nebo v [16]. Existuje jeho optimali-
zovaná verze Fiduccia-Mattheyses algoritmus, která pomocí vylep²ených datových struktur
zlep²uje jeho £asovou sloºitost.

3.7 Dal²í heuristiky

Podle [8] se tyto heuristiky neosv¥d£ily, mohou v²ak poslouºit jako zdroj fragment· pro vývoj
nových heuristik.

• Náhodná °e²ení. Rychlé, ale nedává dobré výsledky. Nízká pravd¥podobnost úsp¥chu
vzhledem k velikosti prohledávaného prostoru.

• Ford - Fulkerson. (Max �ow min cut) algoritmus, který hledá maximální tok p°i
minimálním °ezu. Problém ale je, ºe není nijak speci�kovatelná velikost výsledných
podgraf·.

• Clustering. Klasické shlukování, i zde jsou problémy s velikostí výsledných podgraf·.
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Kapitola 4

Evolu£ní metody °e²ení

Tato kapitola se soust°e¤uje na popis evolu£ních metod °e²ení PMGB a jejich klí£ových
sou£ásti. K °e²ení PMGB je moºno pouºít °adu p°ístup· z oblasti evolu£ních algoritm· nebo
genetického programování. Dají se kategorizovat do následujících základních t°íd � klasické
evolu£ní algoritmy, hybridní algoritmy a hyperheuristiky.

4.1 Klasické evolu£ní algoritmy

Jsou to klasické evolu£ní algoritmy, které ²lechtí populaci kandidátských °e²ení. Prvotním
vstupem je graf ur£ený k rozd¥lení. Jedinec v tomto p°ípad¥ reprezentuje jedno konkrétní
rozd¥lení vstupního grafu. Po£áte£ní rozd¥lení m·ºe být bu¤ náhodné, nebo p°edpo£ítané
n¥kterou z heuristik. Fitness jedince je de�nována velikostí cutsize jím reprezentovaného
rozd¥lení. Evolu£ní algoritmus se snaºí cutsize minimalizovat.

4.2 Hybridní algoritmy

V tomto p°ípad¥ je evolu£ní algoritmus kombinován s lokální optimalizací ²lecht¥ných kan-
didát·. Ukazuje se, ºe samotný evolu£ní algoritmus je vhodný pouze na hrubé prohledávání
stavového prostoru. Naopak lokální optimalizátor £asto uvázne v lokálním extrému, protoºe
primárn¥ prohledává nejbliº²í okolí zlep²ovaného kandidáta. V kombinaci EA s lokální opti-
malizací je tak moºné zvý²it jeho výkonnost.

V [9] a jím odkazovaných £láncích bylo zji²t¥no, ºe lokální optima tvo°í konvexní obal
okolo globálního optima. Je tedy výhodné pouºít operátor k°íºení jako konvexní vyhledávání.
Dále auto°i zjistili, ºe operátory k°íºení mají v tomto p°ípad¥ obecnou tendenci soust°edit
se na centrální oblast prohledávaného problému.

4.3 Hyperheuristiky

Základní princip je ten, ºe hyperheuristiky prohledávají prostor heuristik, ne prostor °e-
²ení daného konkrétního problému. Pomocí metod genetického programování se z fragment·
(elementárních operací) stávajících heuristik, p°ípadn¥ z nov¥ navrºených fragment·, ²lechtí

9
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nová heuristika °e²ící daný problém. Ne²lechtí se tedy °e²ení zadané instance problému, ale
heuristika k jeho °e²ení.

Podrobn¥j²í popis hyperheuristik je na [1]. Pravideln¥ aktualizovaný p°ehled publikací
o hyperheuristikách je na [14]. Hyperheuristikám pro °e²ení grafových problém·m se v¥nuje
nap°. [11].
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Evolu£ní algoritmy

Následující popis je platný zejména pro evolu£ní algoritmy, které ²lechtí jedince odpovída-
jící n¥jakému rozd¥lení vstupního grafu. Chromozom reprezentuje jedno konkrétní rozd¥lení
vstupního grafu. Tyto postupy a zku²enosti bude moºné vyuºít i p°i vývoji navrºeného (hyb-
ridního) evolu£ního algoritmu. Souhrnný p°ehled o evolu£ních p°ístupech je v [9].

5.1 Reprezentace chromozomu

Genotypem nazýváme jedno konkrétní zakódování °e²ení. Fenotypem rozumíme jedno kon-
krétní °e²ení. Redundance nastává v p°ípad¥, ºe je moºné jedno °e²ení vyjád°it více r·z-
nými, ale ekvivalentními zápisy. To roz²i°uje velikost prohledávaného prostoru. Operátory
zaji²´ující diverzitu populace nemusí dokázat rozli²it stejné nebo jen mírn¥ odli²né jedince,
kte°í mají zcela jiný zápis. Redundance se m·ºe projevit r·znými pom¥ry po£tu genotyp·
na odpovídající fenotypy.

1:1 ... ideální varianta bez redundance

1:N ... nepot°ebuje normalizaci

N:1 ... je vhodná normalizace

Redundance v²ak m·ºe být v n¥kterých speciálních p°ípadech uºite£ná. Podle £lánku
odkazovaného v [12], £ím více má dané rozd¥lení vnit°ních hran, tím má i více redundantních
zápis·. Proto se takoví kandidáti lépe prosazují. Auto°i dosáhli lep²ích výsledk· u edge
kódování (5.1.2) neº u vertex�to�cluster kódování (5.1.1).

Slepota (blindness) nastává tehdy, kdyº kódování neumoº¬uje reprezentovat n¥které
moºné instance z prostoru °e²ení. M·ºe se teoreticky stát i to, ºe ºádné správné °e²ení
nebude moci být daným kódováním reprezentováno, tedy ani nalezeno. P°íklad, p°i kterém
k tomuto problému m·ºe dojít, je popsán v kapitole 5.1.2.

Podrobný popis typ· kódování, redundance a slepoty je uveden v [12].

11
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5.1.1 Vertex�to�cluster kódování

Kaºdý vrchol má p°i°azeno £íslo podle toho, do kterého podgrafu (clusteru) pat°í. Rozd¥lení
grafu G(V,E) je tedy reprezentováno polem £ísel délky n = |V |, jehoº prvky mohou nabývat
tolika hodnot, na kolik podgraf· je graf rozd¥len. P°i bisekci je po£et podgraf· k = 2, takºe
prvky pole budou mít hodnotu z (0, 1) p°i indexování podgraf· od 0.

Nevýhodou tohoto kódování je redundance. Existuje k! moºností, jak namapovat k £ísel
na k cluster·. Tedy existuje k! moºností, jak zakódovat totéº rozd¥lení. To zbyte£n¥ roz²i°uje
prohledávaný prostor. Stejné bisekce ve dvou redundantních zápisech jsou nap°. 110000 a
001111. Výhodou je naopak to, ºe kódování netrpí slepotou, je moºné zakódovat do cluster· i
izolované vrcholy. Dal²í moºnou výhodou je to, ºe velikost reprezentace rozd¥lení není závislá
na po£tu hran.

5.1.2 Edge kódování

V p°ípad¥ tohoto kódování je rozd¥lení reprezentováno informací o tom, které hrany jsou za-
chovány a které odstran¥ny. Typické hodnoty jsou 1...odstran¥ná hrana, 0...ponechaná hrana.
Neboli, pro kaºdou hranu ur£ujeme je�li inter�cluster nebo intra�cluster. Pro reprezentaci
bisekce grafu G(V,E) je t°eba pole £ísel délky e = |E|, kde hodnoty jsou z (0, 1).

Prvním nedostatkem tohoto kódování je fakt, ºe jeho délka m·ºe enormn¥ nar·stat v
grafech s velkým po£tem hran. Mnohem váºn¥j²ím nedostatkem je ale slepota, protoºe v p°í-
pad¥ izolovaných vrchol· nelze zakódovat, do kterého clusteru pat°í. K izolovaným vrchol·m
totiº nevede ºádná hrana, o které by se dalo zaznamenat ºe je zachována nebo p°eru²ena.
Protoºe v de�nici problému izolované vrcholy p°ipou²tíme, není toto kódování p°íli² uºite£né
pro dal²í experimenty.

5.1.3 BFS uspo°ádání genomu

P°i této metod¥ jsou p°i vertex�to�cluster reprezentaci uloºeny vrcholy v poli v po°adí podle
BFS pr·chodu grafem. Bez ní je uloºení provedeno v po°adí vrchol· podle jejich o£íslování,
které m·ºe být zvoleno v obecném p°ípad¥ libovoln¥. Struktura grafu se nijak nem¥ní, pouze
se symbolicky p°e£íslují vrcholy.

Výhody tohoto zp·sobu uloºení se projeví p°i k°íºení, které potom lépe zachovává shluky
sob¥ blízkých vrchol·.

5.1.4 Fractional code

V [12] je popsána reprezentace rozd¥lení pomocí v+1 racionálních £ísel. V nich je prvních v
vyhrazeno vrchol·m a zbývající £íslo pro po£et cluster·. Tato metoda netrpí slepotou. Trpí
ov²em redundancí v ozna£ování cluster· a redundancí v reprezentacích desetinného £ísla
zlomkem.
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5.1.5 Multi�Attractor Gene Reordering

Auto°i [7] navrhli p°e£íslování uzl· pro lep²í zakódování tak, aby jednotlivé sekce grafu byly
v kódování pospolu. Za£íná od náhodn¥ vybraného vrcholu (attractor). M·ºe být vylep-
²eno pouºitím dvou nebo více atraktor·. Ne kaºdá volba atraktor· je dobrá. Experimenty
provád¥né na grafech z [19] ukázaly zlep²ení výkonu.

5.2 Fitness

Z poºadavku na co nejmen²í cutsize bisekce vyplývá p°irozená de�nice �tness jedince i jako
velikost °ezu jím reprezentovaného rozd¥lení:

Fitness(i) = cutsize

Evolu£ní algoritmus tedy musí fungovat tak, aby minimalizoval �tness. Jiná moºnost je
transformovat �tness tak, aby hodnota rostla s klesajícím cutsize

Fitness(i) =
1

1 + cutsize

Normalizovat �tness jedince i lze podle [18] p°edpisem

Fitness(i) =
(cutsizew − cutsizei) + (cutsizew − cutsizeb)

3

kde w je nejhor²í jedinec v populaci a b nejlep²í jedinec v populaci. Tímto zp·sobem v²ak
dosáhneme pouze normalizace, dva rozdílní kandidáti se stejnou �tness se tím nijak neodli²í.
P°itom je ºádoucí, aby metoda výpo£tu �tness dokázala rozli²it výhodn¥j²ího kandidáta ze
dvou se stejným cutsize.

5.3 K°íºení

P°i k°íºení se nejvíce vyuºívají klasické operátory

• Jednobodové (one�point)

• Vícebodové (multi�point)

• Rovnom¥rné (uniform)

Ukazuje se, ºe je výhodné zachovávat beze zm¥ny tu £ást genotypu, která je ob¥ma
kandidát·m spole£ná, viz [18] a [10].

5.4 Mutace

Pouºívají se klasické operátory

• Prohození hodnot na dvou náhodných pozicích v chromozomu

• Náhodná zm¥na na n náhodných pozicích

• Inverze na n náhodných pozicích (p°i dvouhodnotovém kódování)
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5.5 Vyváºení velikostí podgraf·

Hlavní p°í£inou obtíºnosti problému bisekce je poºadavek na stejn¥ velké podgrafy. V p°ípad¥,
ºe by toto nebylo poºadováno, jsou k dispozici rychlej²í metody °e²ení. Pokud se v²ak u
striktn¥ de�nované bisekce v pr·b¥hu evolu£ního algoritmu vyskytne kandidát nevyhovující
tomuto poºadavku, je nutno provést n¥které z následujících opat°ení.

• Nevyváºená °e²ení penalizovat

• Opravné postupy � z velkých podgraf· p°esunout n¥které vrcholy do men²ích

• Prevence � navrhnout operátor k°íºení tak, aby neprodukoval nevyváºená °e²ení

5.6 PROBE

Heuristika PROBE (Population�Reinforced Optimization�Based Exploration) vyuºívá prin-
cipu, p°i kterém se p°i vícebodovém k°íºení zachovává £ást informace spole£ná ob¥ma rodi-
£·m. Na potomkovi vytvo°eném pomocí tohoto pravidla následn¥ zkonstruuje zbytek genomu
pomocí prohledávání (nap°. DiferentialGreedy) a výsledek doladí pomocí lokálního optima-
lizátoru (nap°. K�L). Podrobný popis je v [2].



Kapitola 6

Navrºený algoritmus

V rámci této diplomové práce byl navrºen a implementován hybridní evolu£ní algoritmus
pro hledání bisekce grafu. Tato kapitola podrobn¥ popisuje princip v²ech sou£ástí algoritmu.
Nejd·leºit¥j²í aspekty implementace jsou popsány v kapitole 7.

Základem °e²ení je evolu£ní algoritmus. Jeho vstupem je graf a voliteln¥ jeho iniciální
rozd¥lení do dvou cluster·. Toto rozd¥lení je algoritmem vylep²ováno pomocí evolu£n¥ vy-
²lecht¥né sekvence vrchol· z jednoho clusteru, ke kterým se hladov¥ hledají vhodné vrcholy k
prohození z druhého clusteru. Hladové hledání je zaloºeno na principu pouºitém v K�L heu-
ristice. Ta v²ak hledá hladov¥ vrcholy z obou cluster·, zatímco navrºený algoritmus vybírá
vrcholy z prvního clusteru evolu£n¥.

Iterativní evolu£ní algoritmus je roz²í°ení evolu£ního algoritmu o moºnost jeho itero-
vaného spou²t¥ní. Nejlep²í evolu£n¥ nalezené rozd¥lení po de�novaném po£tu generací se
pouºije jako výchozí pro nový b¥h evolu£ního algoritmu. Pokud rozd¥lení dosaºené na konci
aktuální iterace bude hor²í neº rozd¥lení na jejím za£átku, pouºije se do dal²í iterace to
rozd¥lení, které bylo vstupem aktuální iterace. Tento postup se iterativn¥ opakuje. Zajistí se
p°i n¥m, ºe se na za£átku kaºdé iterace vygeneruje nová náhodná iniciální populace sekvencí
akcí, tj. sekvencí vrchol· z jednoho podgrafu. To sniºuje riziko uváznutí algoritmu v lokál-
ním extrému. Ke sníºení tohoto rizika p°ispívá i to, ºe dal²í iterace bude (v p°ípad¥ zlep²ení
rozd¥lení v p°edchozí iteraci) optimalizovat jiné iniciální rozd¥lení neº optimalizovala iterace
p°edchozí.

Navrºený algoritmus také obsahuje moºnost pouºití klasické K�L heuristiky jako lokál-
ního optimalizátoru. Je moºné optimalizovat v²echny jedince z generace nebo pouze nejlep-
²ího z nich. Pokud tím dojde ke zlep²ení cutsize, pouºije se pro dal²í b¥h algoritmu takto
optimalizované °e²ení namísto hor²ího evolu£n¥ nalezeného.

Hlavní cyklus navrºeného algoritmu je popsán v kapitole 6.7. V²echny jeho £ásti jsou
podrobn¥ popsány v této kapitole. Typický p°íklad pr·b¥hu iterativního algoritmu je zná-
zorn¥n na obr. 6.1. Z obrázku je patrný vliv evoluce v kaºdé iteraci. Na za£átku iterace
jsou zlep²ení výrazn¥j²í neº k jejímu konci. Dále je vid¥t, ºe po£átek nové iterace je vºdy
na úrovni nejlep²ího výsledku té p°edchozí. Dal²ím pozorováním je skute£nost, ºe pozd¥j²í
iterace jiº nedokáºí nacházet tak velká zlep²ení jako po£áte£ní iterace.

Po£áte£ní rozd¥lení na vstupu algoritmu je moºné získat jedním z následujících zp·sob·:

• Zadat vlastní rozd¥lení

15
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Obrázek 6.1: Pr·b¥h 6 iterací u grafu u500.10

• BFS rozd¥lení s po£átkem ve vrcholu s nejvy²²ím stupn¥m (viz 3.4)

• Náhodné rozd¥lení

• St°ídavé rozd¥lení vrchol· do cluster·

Volba iniciálního rozd¥lení má zásadní vliv na kvalitu výsledku algoritmu. Nelze v²ak
obecn¥ stanovit, které z nich je pro konkrétní instanci problému optimální. Spolehlivým
vodítkem není ani niº²í hodnota cutsize vybraného iniciálního rozd¥lení. I z hor²ího rozd¥lení
m·ºe algoritmus dojít k lep²ímu výsledku.

V pr·b¥hu vývoje algoritmu se ukázalo, ºe nejlep²ích výsledk· dosahuje p°i náhodném
iniciálním rozd¥lení. P°i pouºití BFS rozd¥lení £asto nastávalo uváznutí v lokálním extrému,
protoºe takto deterministicky ur£ené rozd¥lení sm¥°ovalo výpo£et p°íli² úzkým sm¥rem.

B¥h algoritmu se ukon£í p°i nalezení dostate£n¥ dobrého °e²ení, jehoº hodnota se na-
stavuje v po£áte£ní kon�guraci. Pokud takového °e²ení není dosaºeno, ukon£í se b¥h po
provedení de�novaného po£tu iterací.

6.1 Reprezentace

Jedinec je reprezentován permutací £ísel, které odpovídají £ísl·m vrchol· z jednoho podgrafu.
Délka chromozomu je tedy dV2 e. Musí být zaji²t¥no, ºe kaºdý vrchol z daného podgrafu je
pouºit práv¥ jednou. Tyto podmínky musí být spln¥ny p°i náhodné inicializaci nového jedince
i pro jedince vzniklé k°íºením a mutací.



6.2. FITNESS 17

6.2 Fitness

Základ hodnoty �tness jedince je cutsize jím daného rozd¥lení, tedy po£et hrani£ních hran
daného rozd¥lení. Úkolem evolu£ního algoritmu je �tness minimalizovat. Fitness jedince se
ur£í na základ¥ sekvence vrchol· z jednoho podgrafu uloºených v chromozomu. Ke kaºdému
z nich se hladov¥ najde vrchol z druhého podgrafu s nejv¥t²ím ziskem p°i prohození. Tato
sekvence akcí se aplikuje na pracovní rozd¥lení a sleduje se p°i tom, jaký po£et K prove-
dených prohození dává nejlep²í výsledek. Není nutné p°i kaºdém prohození po£ítat cutsize
kompletn¥ znovu, sta£í aktualizovat �tness pracovního rozd¥lení na základ¥ zisku dosaºeného
provedením jednotlivých p°esun· uzl·. Celý postup je analogický ke hledání nejvýhodn¥j²ího
páru k prohození tak, jak je zaveden v Kernighan�Lin heuristice (3.6). Výsledkem je celé
£íslo, které je moºné dále zjemnit postupem popsaným v kapitole 6.2.2 a jemu odpovídající
rozd¥lení, které lze je²t¥ lokáln¥ optimalizovat.

P°i výpo£tu �tness se prohazované vrcholy a z prvního clusteru se postupn¥ berou z £ísel
obsaºených v chromozomu. Ke kaºdému z nich se najde ve druhém clusteru takový vrchol b,
který s ním p°i prohození nejvíce vylep²í rozd¥lení. K výpo£tu zisku p°i prohození vrchol· a
a b pouºijeme vzorec

ga,b = Da +Db − 2wa,b

kde Dv = Ev − Iv je rozdíl mezi vn¥j²í a vnit°ní hodnotou vah vrcholu a wa,b je váha hrany
mezi ob¥ma vrcholy. Pokud bude nalezeno více vrchol· s nejlep²ím ziskem, vybereme jeden z
nich náhodn¥. Jednou vybraný vrchol uº v dal²ím prohledávání neuvaºujeme. P°ed hledáním
dal²ích dvojic je nutno aktualizovat D hodnoty vrchol· sousedících s a a b.

Je t°eba zajistit, aby kaºdý vrchol byl prohozen pouze jednou. Dvojí prohození clusteru
u daného vrcholu znamená, ºe vrchol z·stal ve svém p·vodním clusteru. Obecn¥, p°í vy²²ím
po£tu p prohození u jednoho vrcholu se p°i sudé hodnot¥ p vrchol proti p·vodnímu stavu
nep°esune.

Po pr·chodu celého chromozomu vybereme takový po£et K prohození, p°i kterém je vý-
sledná hodnota cutsize nejniº²í. Pokud je tato hodnota stejná jako u po£áte£ního rozd¥lení,
budeme preferovat nov¥ nalezen¥ °e²ení. Poté na po£áte£ní rozd¥lení aplikujeme K prvních
prohození vrchol· od za£átku chromozomu s jejich nalezenými prot¥j²ky. Zbylá £ást chromo-
zomu jiº nebude pro výpo£et v této generaci pouºita. Chromozom v²ak zachováváme celý,
protoºe £ást která není nyní pouºita, se m·ºe je²t¥ uplatnit v k°íºení.

M·ºe dojít k situaci, kdy se pro algoritmus jako optimální °e²ení jeví bu¤ neprovád¥t
ºádné prohození nebo naopak provést prohození v²ech vrchol·. Obojí znamená stagnaci, pro-
toºe prohození v²ech vrchol· je jen redundantní zápis téhoº p·vodního rozd¥lení (v p°ípad¥
bisekce existují práv¥ dva redundantní zápisy téhoº rozd¥lení, které se li²í pouze £íslem po-
uºitým pro daný cluster). Toto chování se £asto projevuje v situaci, kdy evolu£ní algoritmus
uvázne v lokálním extrému. Experimenty ukázaly, ºe se uváznutí dá £elit pomocí vynucení M
po£áte£ních prohození a povolením pouze maximáln¥ prvních N prohození nebo zjemn¥ním
výpo£tu �tness metodou popsanou v kapitole 6.2.2. Konkrétní kombinace t¥chto opat°ení a
volba velikosti p°íslu²ných konstant je experimentální záleºitostí. Empirické orienta£ní hod-
noty získané z °ady pokus· na náhodném geometrickém grafu jsou v °ádech jednotek pro M
a °ádov¥ 2

3 z délky chromozomu pro N .
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6.2.1 Vynucené a zakázané prohození

Vynucení prvních M prohození je roz²í°ení metody výpo£tu �tness tak, aby se vºdy provedlo
minimáln¥ M prohození vrchol· mezi dv¥ma podgrafy. Postup hledání vrchol· z druhého
podgrafu a prohazování se nem¥ní. Tato prohození se musí uskute£nit bez ohledu na to,
ºe díky nim dojde ke zhor²ení cutsize. Cílem této techniky je vynutit vºdy alespo¬ n¥ja-
kou zm¥nu, aby nedocházelo ke stagnaci tím, ºe algoritmus vyhodnotí jako nejvýhodn¥j²í
prázdnou sekvenci prohození, tedy ned¥lat ºádné prohození.

Analogicky je moºné de�novat, kolik N prohození bude maximáln¥ moºné provád¥t.
Délka chromozomu z·stává nezm¥n¥na, ale p°i výpo£tu �tness se zkou²í prohazování pouze
do této délky. Zachování plné délky chromozomu je nutné proto, aby v n¥m byly obsaºeny
v²echny moºné vrcholy. Tím bude zaji²t¥no, ºe v²echny vrcholy budou mít moºnost pomocí
k°íºení a mutace být vybrány pro vým¥nu. Tato technika zabra¬uje neºádoucímu jevu, p°i
kterém algoritmus vyhodnotí jako nejvýhodn¥j²í provést v²echna prohození (coº znamená
pouze redundantní p°epsání téhoº rozd¥lení).

Kombinace obou t¥chto technik m·ºe rovn¥º mít pozitivní vliv na diverzitu populace.
P°i experimentech s nulovými hodnotami M a maximáln¥ velkým N docházelo v populaci
k tomu, ºe se celá skládala ze stejných jedinc·. To se da°ilo úsp¥²n¥ eliminovat vhodnou
kombinací hodnot M a N .

6.2.2 Zjemn¥ní �tness

Hodnota �tness po£ítaná na základ¥ po£tu odstran¥ných hran je omezena pouze na celá
£ísla. Nedá se podle ní ur£it, nakolik jsou si dva jedinci se stejnou hodnotou podobní. P°itom
je ºádoucí, aby populace nestagnovala na jednom °e²ení, které se jiº nevyplatí pomocí pro-
hazování zlep²ovat. Zjemn¥ní �tness se zavádí proto, aby byla dosaºena v¥t²í preference t¥ch
jedinc·, kte°í jsou vzdálen¥j²í lokálnímu extrému. To znamená, ºe ze dvou jedinc· se sekvencí
generující r·zná °e²ení o stejné kvalit¥ preferujeme jedince s del²í sekvencí. Délka sekvence
prohazovaných vrchol· tedy slouºí jako základ vedlej²ího kritéria pro výpo£et �tness.

Úprava hodnoty se provádí p°i£tením hodnoty nep°ímo úm¥rné K tak, aby del²í sekvence
znamenala lep²í (niº²í) �tness. P°i£ítat lze pouze hodnotu v rozsahu [0, 1), aby nebyl zm¥-
n¥n celo£íselný základ hodnoty. Tím by do²lo k chybné interpretaci výsledné hodnoty jako
hodnoty s jiným po£tem odstran¥ných hran. Výpo£et probíhá podle vzorce

fitness′ = fitness+
1

3 +K

kde hodnotu konstanty je t°eba volit tak, aby vzhledem ke zp·sobu indexování hodnoty K
nedo²lo k d¥lení nulou nebo p°ekro£ení p°ípustného intervalu velikosti p°i£ítané hodnoty.
Provád¥ní zjemn¥ní �tness je moºné v kon�guraci globáln¥ pro v²echny jedince povolit nebo
zakázat.

K �tness'
0 10,333
2 10,200
15 10,056

Tabulka 6.1: P°íklad zjemn¥ných hodnot p·vodní �tness 10 s konstantou 3
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Z tabulky je patrné, ºe nejlep²í hodnotu �tness bude mít jedinec s nejdel²í sekvencí
prohození vrchol·.

6.2.3 Lokální optimalizace K�L heuristikou

V navrºeném algoritmu je jako lokální optimalizátor pouºita K�L heuristika. Spou²t¥ní al-
goritmu je moºné následujícími zp·soby:

• Bez lokální optimalizace

• K�L optimalizace nejlep²ího jedince z generace

• K�L optimalizace v²ech jedinc· z generace

Proces lokální optimalizace je sou£ástí metody výpo£tu �tness. Pokud p°i n¥m dojde ke
zlep²ení cutsize, nastaví se danému jedinci jako �tness tato vylep²ená hodnota. Zárove¬ se
uloºí jí odpovídající rozd¥lení pro p°ípadný pozd¥j²í výpis.

Ukázalo se, ºe lokální optimalizace umoº¬uje algoritmu dosahovat lep²í výsledky. Nevý-
hodou je v²ak vy²²í náro£nost na výpo£etní výkon (viz 9.4). Je proto umoºn¥no spou²t¥ní
K�L s omezujícími parametry tak, aby nebyla doba výpo£tu neúm¥rn¥ dlouhá.

Parametr maxSwapSequenceLength omezuje maximální moºný po£et prohození, které
smí K�L provést ve svém hlavním cyklu (°ádky 1�10 v algoritmu 2). Kandidátské vrcholy na
prohození jsou v implementaci se°azeny sestupn¥ podle svého £ísla D (rozdíl mezi hranami
do druhého podgrafu a hranami do vlastního podgrafu), coº zabra¬uje vynechání nejvý-
hodn¥j²ích vrchol·. Sestavování sekvence navíc automaticky skon£í v p°ípad¥, ºe uº je díky
set°íd¥ní podle D jisté, ºe nebude nalezen vrchol s lep²ím ziskem neº m¥l vrchol na za£átku
seznamu kandidát·.

Parametr maxSearchBestGainPartnerDepth omezuje hloubku prohledávání p°i hledání
nejvýhodn¥j²ího vrcholu k prohození. M·ºe se totiº stát, ºe v seznamu kandidátských vr-
chol· k prohození je p°íli² mnoho t¥ch, které mají stejné £íslo D. To m·ºe být zp·sobeno bu¤
rozmíst¥ním hran ve vstupním grafu, nebo v situaci, kdy výrazn¥ lep²í vrcholy jiº byly spáro-
vány a zbývá velké mnoºství vrchol· se stejným D. Hodnota parametru omezuje maximální
po£et testovaných vrchol· p°i hledání prot¥j²ku k prohození pro jeden vrchol.

Volba vhodných hodnot parametr· je op¥t záleºitostí experiment·. Je pot°eba zvolit
kompromisní hodnoty, které naleznou dostate£né zlep²ení v rozumn¥ dlouhém £ase. Vliv
omezení délky sekvence je pro vybrané grafy znázorn¥n v .

6.2.4 Pseudokód

Následující pseudokód podrobn¥ popisuje výslednou metodu výpo£tu �tness za pouºití vý²e
popsaných technik. P°i výpo£tu je k dispozici chromozom daného jedince, iniciální rozd¥-
lení iterace i vstupní graf. kon�gura£ní parametry forceNFirstSwaps a allowNFirstSwaps

odpovídají M a N z kapitoly 6.2.1 o po£tu vynucených a povolených prohození.
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Algoritmus 3 updateFitness
1: K ← −1 . V K bude uloºen optimální po£et prohození
2: bisection ← iniciální rozd¥lení iterace
3: for i = 0 to forceNFirstSwaps do . První vynucená prohození
4: Najdi nejvýhodn¥j²í vrchol VgainBest k prohozeni s chromozom[i]
5: Aplikuj prohození na bisection
6: VgainBest jiº v této generaci neuvaºuj
7: K ← i
8: for i = forceNFirstSwaps to allowNFirstSwaps do . Dal²í prohození do max. po£tu
9: Najdi nejvýhodn¥j²í vrchol VgainBest k prohozeni s chromozom[i]

10: if Prohození zlep²í �tness then
11: Aplikuj prohození na bisection
12: VgainBest jiº v této generaci neuvaºuj
13: K ← i
14: if Optimalizace pomocí K�L then . Dle kon�gurace algoritmu
15: if K�L dokáºe zlep²it �tness then
16: bisection ← rozd¥lení zlep²ené pomocí K�L
17: if Zjem¬ování �tness then . Dle kon�gurace algoritmu
18: Fitness += 1

C+K . Zjemn¥ní �tness viz 6.2.2

6.3 K°íºení

Pro operátor k°íºení je d·leºité, aby pomáhal správným zp·sobem prohledávat stavový pro-
stor problému. Je také ºádoucí, aby produkoval validní jedince (viz popis v 5.3). V navrºeném
algoritmu jsou pouºity dva podobné operátory k°íºení vycházející z t¥chto p°edpoklad· a z
vlastností chromozomu jedince.

Chromozom jedince reprezentuje pole £ísel obsahující sekvenci vrchol· z jednoho clus-
teru. P°i výpo£tu �tness je nalezeno £íslo K ur£ující optimální po£et prohození vrcholu od
za£átku chromozomu. Zbylá £ást chromozomu nebyla v daném jedinci vyuºita. Operátory
k°íºení jsou proto navrºeny tak, aby do potomka p°ednostn¥ p°ená²ely z rodi£· ty £ásti jejich
chromozom·, které leºí p°ed pozicí K.

Operátor k°íºení typu copy tvo°í ze dvou rodi£· jednoho potomka. Zkopíruje do n¥ho nej-
prve po£átek chromozomu prvního rodi£e aº do pozice K. Poté p°ipojí po£átek chromozomu
druhého rodi£e op¥t aº do pozice K. Zbylé místo zaplní £ísly dosud nepouºitých vrchol· v
po°adí podle chromozomu rodi£· (viz obr. 6.2).

Operátor k°íºení typu merge tvo°í ze dvou rodi£· jednoho potomka. Do n¥ho postupn¥
st°ídav¥ umís´uje vrcholy z chromozomu prvního a druhého rodi£e. Takto pokra£uje, dokud
u obou rodi£· nedojde na pozici K. V p°ípad¥, ºe jeden z rodi£· P1 má £íslo K vy²²í
(K1 > K2), provede se K2 p°esun· st°ídav¥ a poté se p°enesou zbylé hodnoty aº do K1 z
rodi£e P1. Zbylé místo zaplní £ísly dosud nepouºitých vrchol· v po°adí podle chromozomu
rodi£· (viz obr. 6.3).

P°i v²ech p°enosech oba operátory kontrolují, nebylo�li jiº práv¥ p°ená²ené £íslo vrcholu
v potomkovi pouºito. Pokud ano, p°enesení se neprovede a pokra£uje se dal²ím £íslem podle
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práv¥ probíhající operace. To zajistí tvorbu validních potomk·, tj. jedinc·, jejichº chromozom
obsahuje kaºdý vrchol z prvního clusteru práv¥ jednou.

K

K

Rodič 1

Rodič 2

Potomek

2  7  1  5 3  8  4  6  9  10

4  5  10  1  3  8 2  9  7  6

2  7  1  5 4  10  3  8 6  9

                   

Obrázek 6.2: K°íºení typu copy.

K

K

Rodič 1

Rodič 2

Potomek

2  7  1  5 3  8  4  6  9  10

4  5  10  1  3  8 2  9  7  6

2  4  7  5  1  10  3  8 6  9

střídavě
z obou

                   

Obrázek 6.3: K°íºení typu merge.

6.4 Mutace

Mutace je realizována jako prohození dvou prvk· v chromozomu na náhodn¥ vybraných
pozicích. Ze stejných d·vod· jako u k°íºení zde platí pravidlo, ºe alespo¬ jedna tato pozice
musí být nejvý²e rovna K. To zajistí, ºe bude mutací zm¥n¥na ta £ást chromozomu, která
byla pouºita p°i prohazování vrchol· (viz obr. 6.4).

V p°ípad¥ volby obou pozic v £ásti chromozomu za K by klesala moºnost projevení se
mutace ve výpo£tu. Pokud by byly zvoleny aº v oblasti za maximálním po£tem povolených
prohození (viz 6.2.1), nemohla by mutace mít v aktuální generaci ºádný efekt (v n¥které
p°í²tí generaci by se ov²em provedená zm¥na mohla pomocí k°íºení p°enést do aktivní oblasti
chromozomu).
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K

K

Chromozom

Chromozom

                  

Obrázek 6.4: P°íklady moºných mutací.

6.5 Elitismus

Elitismus je mechanizmus, který p°ená²í nejlep²ího jedince z aktuální generace do generace
následující. To umoº¬uje zachování nejlep²ího dosaºeného °e²ení a m·ºe zefektivnit b¥h
celého algoritmu.

P°i p°enosu se nejlep²ímu jedinci zachovává hodnota �tness vypo£tená ve staré generaci
a jí odpovídající rozd¥lení vrchol·. V nové generaci se tedy jeho �tness jiº nep°epo£ítává.
Pokud v nové generaci nebude nalezen je²t¥ lep²í jedinec, bude op¥t p°enesen o generaci dále.
D·sledkem toho je fakt, ºe p°i zapnutém elitismu je posloupnost hodnot �tness nejlep²ích
jedinc· generace neklesající.

6.6 Selekce

P°i výb¥ru rodi£· pro k°íºení je pouºita metoda deterministického turnaje s nastavitelným
po£tem n kol. Pro uplatn¥ní turnaje je t°eba volit n > 1, jednokolový turnaj by odpovídal
náhodnému výb¥ru. Volba probíhá v n kolech, ve kterých se �tness náhodn¥ zvoleného jedince
porovnává s nejlep²í dosud nalezenou hodnotou. Vybrán je jedinec s celkov¥ nejlep²í �tness.
Determinismus spo£ívá v pravd¥podobnosti p = 1, se kterou je v kole vybrán lep²í z jedinc·.

6.7 Hlavní cyklus algoritmu

Hlavním cyklem algoritmu je opakované iterativní spou²t¥ní de�novaného po£tu generací.
Po£et generací se nastavuje v parametru generationsMax. Maximální po£et iterací je nasta-
ven v parametru iterationsMax. Jako iniciální rozd¥lení nové iterace se bere nejlep²í °e²ení
dosaºené v p°edchozí iteraci. B¥h algoritmu se ukon£í po provedení de�novaného po£tu ite-
rací nebo p°i nalezení dostate£n¥ dobrého °e²ení, jehoº hodnota se nastavuje v po£áte£ní
kon�guraci.
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Algoritmus 4 Hlavní cyklus
Input: Graf G(V,E), Iniciální rozd¥lení grafu G
Output: Optimalizované rozd¥lení grafu G
1: bisection ← iniciální rozd¥lení
2: for iteration = 1 to iterationsMax do
3: bisection ← doIteration(bisection);

4: return bisection;

6.7.1 Iterace

Iterace spo£ívá v evolu£ním zlep²ování vstupního rozd¥lení. Na jejím za£átku se vygeneruje
zcela nová náhodná populace. To pomáhá vyvést proces prohledávání z lokálního optima
dosaºeného v p°edchozí iteraci. K tomu navíc p°ispívá i skute£nost, ºe se optimalizuje vºdy
nové rozd¥lení (pokud p°edchozí iterace nedosp¥la ke zhor²ení). Pokud bylo nalezeno °e²ení
se stejným cutsize ale jiným rozd¥lením, jako výsledné bude pouºito toto nov¥ nalezené.

Algoritmus 5 doIteration
Input: Vstupní rozd¥lení
Output: Optimalizované rozd¥lení
1: procedure doIteration(bisection)
2: Vytvo° novou náhodnou populaci
3: Aktualizuj v²em jedinc·m v populaci �tness . Viz algoritmus 3
4: for generation ≤ generationsMax do
5: doGeneration();

6: if nejlep²í nalezené °e²ení > vstupní rozd¥lení then . Porovnání podle cutsize
7: return vstupní rozd¥lení . Výsledek nesmí být hor²í neº vstup
8: return nejlep²í nalezené °e²ení;

6.7.2 Generace

Generace je standardní procedurou evolu£ního algoritmu. Dochází p°i ní k výb¥ru, k°íºení
a mutaci kandidát·. Po výpo£tu �tness se podle nastavení algoritmu je²t¥ provádí lokální
optimalizace pomocí K�L heuristiky. V²echny operace v pr·b¥hu generace jsou realizovány
tak, jak je popsáno v této kapitole podle nastavení parametr· algoritmu.
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Algoritmus 6 doGeneration
Input: Vstupní rozd¥lení, populace jedinc·
1: procedure doGeneration(bisection, population)
2: Zaloº novou prázdnou populaci newPopulation
3: if Elitismus then . Dle kon�gurace algoritmu
4: newPopulation ← Nejlep²í jedinec z population
5: repeat
6: Turnajov¥ vyber rodi£e R1,R2

7: if random ≤ Prepl then . Náhodn¥ s pravd¥podobností Prepl%
8: newPopulation ← Potomek D1 vzniklý copy k°íºením R1,R2

9: newPopulation ← Potomek D2 vzniklý merge k°íºením R1,R2

10: else
11: newPopulation ← R1

12: newPopulation ← R2

13: if random ≤ Pmutation then . Náhodn¥ s pravd¥podobností Pmutation%
14: Mutace D1

15: Mutace D2

16: until nová generace není napln¥na
17: population ← newPopulation
18: Aktualizuj v²em jedinc·m v population �tness . Viz algoritmus 3



Kapitola 7

Implementace

Následující kapitola popisuje implementaci navrºeného algoritmu. Zabývá se p°edev²ím klí-
£ovými sou£ástmi algoritmu v návaznosti na jeho obecný popis v p°edchozí kapitole. Jsou zde
popsány nejd·leºit¥j²í optimaliza£ní techniky pouºité pro zvý²ení výkonu výsledné aplikace.
Jako platforma zvolena Java 7 ve vývojovém prost°edí NetBeans.

7.1 Hlavní t°ídy implementace

Diagram hlavních t°íd implementace je na obr. 7.1. Kv·li p°ehlednosti jsou zakresleny pouze
nejpodstatn¥j²í t°ídy a jejich sou£ásti.
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Config

Graph

KernighanLin

BitArray

Individual

-adjacency_matrix

-population

CommonRandomGraphBisection

pkg Root

GBEA  

-graph seed:int

mutate()

updateFitness()

getFintess():double

nextInt():int

setSeed(seed:int)

iterationsMax:int

graphFile:string

initialBisection:byte[]

targetFitness:double

genome:byte[]

graph:Graph

population:Individual[]

bisection:GraphBisection

adjacency_matrix : BitArray

getEdgeBetween(v1:int, v2:int):boolean

getNeighbors(v:int): List

vertex2cluster : byte[] -bisection
graph:Graph

getCutSize():int

optimize(g:Graph, bisection:byte[])

run()

doIteration()

doGeneration()

      get(i:int):bool     

      set(i: int)

  +  clear(i: int)

Obrázek 7.1: Diagram hlavních t°íd navrºeného algoritmu.
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7.1.1 T°ída Graph

Reprezentace grafu v pam¥ti. Obsahuje informace o po£tu a vzájemném propojení vrchol·
a hran. Nejd·leºit¥j²í funkce jsou testování, zda je mezi zadanými vrcholy hrana a seznam
soused· daného vrcholu.

7.1.2 T°ída GraphBisection

Na základ¥ grafu a rozd¥lení jeho vrchol· do podgraf· vytvo°í datové struktury umoº¬ující
získat velikost °ezu, seznamy vrchol· obou podgraf· a údaje o po£tech vnit°ních a vn¥j²ích
hran v²ech vrchol·. V implementaci je pouºita pouze intern¥,

7.1.3 T°ída GBEA

Implementuje navrºený hybridní evolu£ní algoritmus pro °e²ení PMGB. Obsahuje populaci
jedinc·, ve které provádí selekci, k°íºení a mutaci. Provádí hlavní itera£ní a evolu£ní cykly.
Vypisuje a ukládá pr·b¥ºné i celkové informace o b¥hu výpo£tu. Ve²keré nastavení parametr·
a vstupních dat p°i spou²t¥ní získává z instance t°ídy Config (7.1.7).

7.1.4 T°ída Individual

Obsahuje chromozom jedince a údaj o jeho �tness. Implementuje d·leºitou metodu updateFitness
slouºící k výpo£tu �tness. Provádí mutaci svého chromozomu.

7.1.5 T°ída Crossover

Obsahuje implementace podporovaných metod k°íºení jedinc·.

7.1.6 T°ída KernighanLin

Implementuje K�L optimalizaci zadaného rozd¥lení grafu. Výsledkem jejího b¥hu je optima-
lizované rozd¥lení a hodnota zisku dosaºeného optimalizací.

7.1.7 T°ída Con�g

Obsahuje ve²keré kon�gura£ní parametry jednodu²e strukturované do sekcí. Na£ítá a ukládá
kon�gura£ní soubory ve formátu XML. Neobsahuje ºádné konkrétní hodnoty parametr·,
v²echny musí být speci�kovány v kon�gura£ním souboru.

7.2 Pomocné t°ídy a funkce

7.2.1 Reprodukovatelnost experimentu

Pseudonáhodná £ísla jsou v pr·b¥hu celého výpo£tu generována výhradn¥ pomocí t°ídy
CommonRandom. T°ída umoº¬uje inicializaci náhodného generátoru zadaným £íslem seed. Pro
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kaºdou jeho hodnotu vrací stejnou sekvenci £ísel. To umoº¬uje p°i stejné po£áte£ní kon�gu-
raci algoritmu spu²t¥ného se stejnou hodnotou seed p°esn¥ reprodukovat p°edchozí výsledky.
Pokud se v takto nastaveném novém b¥hu zadá vy²²í po£et iterací, aº do p·vodního po£tu
iterací budou výsledky totoºné.

7.2.2 Prevence chyb

P°i vývoji byl kladen d·raz na neustálou automatizovanou kontrolu hodnot a konzistence
dat v pr·b¥hu výpo£tu. Jednorázové a výpo£etn¥ nenáro£né kontroly jsou trvale zapnuty.
Jsou to nap°íklad kontroly rozsahu vstupních parametr·, po£t· vrchol· a hran p°i na£ítání
grafu, kontroly vyváºenosti pracovních rozd¥lení grafu.

Provád¥ní výpo£etn¥ náro£ných kontrol (jako nap°. kontrolní p°epo£et velikosti °ezu) je
nastavitelné interním kon�gura£ním parametrem (7.3). Jejich zapnutí není z hlediska výkonu
doporu£eno, jsou ur£eny p°edev²ím pro lad¥ní kódu.

7.2.3 Pomocné utility

Implementace obsahuje °adu men²ích samostatn¥ pouºitelných utilit. Spou²t¥jí se z p°íkazové
°ádky a seznam poºadovaných argument· vypisují p°i spu²t¥ní bez parametr·.

getcutsize.GetCutSize ze zadaného grafu a rozd¥lení spo£ítá velikost °ezu. Minimální
moºná implementace nezávislá na kódu hlavní aplikace.

graph.graphinfo spo£ítá základní statistiky zadaného grafu a rozloºení po£tu vrchol·
podle jejich stup¬·.

graphconvert.vertex2edges zkonvertuje soubor s grafem uloºeným ve formátu vertex
do formátu edge (viz 7.7).

kernighanlin.kl provede K�L optimalizaci zadaného grafu a rozd¥lení.

kernighanlin.kltest provede K�L optimalizaci zadaného grafu a rozd¥lení postupn¥
pro v²echny moºné hodnoty maximální délky sekvence prohození v K�L.

7.3 Kon�gurace

Kon�gurace pro spu²t¥ní algoritmu je celá uloºena v souboru formátu XML. Ú£elem tohoto
zp·sobu uloºení je uchování a pozd¥j²í snadné znovupouºití nastavení experimentu. Kon�-
gura£ní soubor je p°ijímán p°i spou²t¥ní z p°íkazové °ádky i uºivatelského rozhraní (7.5).
Editaci hodnot je moºno provád¥t pohodln¥ po na£tení do uºivatelského rozhraní (7.4) nebo
ru£n¥ p°ímo v souboru.

Kon�gurace umoº¬uje nastavení následujících parametr·. Obsahuje i £ásti zde neuve-
dené, ur£ené pro interní lad¥ní a vývoj. Jejich hodnoty je doporu£eno nem¥nit.

sourceGraphFile Soubor se vstupním grafem
targetFitness Cílová hodnota �tness
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initialBisectionType Výb¥r z RANDOM, ALTERNATING, BFS, CUSTOM
customBisection Soubor s rozd¥lením (p°i CUSTOM inic. rozd¥lení)
iterationsMax Po£et iterací
experimentName Název experimentu
runCount Po£et b¥h· s r·znými hodnotami seed
seed Seed náhodného generátoru (7.2.1)

evolutionalAlgorithmInternal Sekce nastavení evolu£ního algoritmu
populationSize Velikost populace
generationsMax Po£et generací
Prepl Pravd¥podobnost k°íºení v %
Pmut Pravd¥podobnost mutace v %
elitism Elitismus
tournamentSize Po£et kol turnajového výb¥ru
forceNFirstSwaps Po£et vynucených prohození (6.2.1)
allowNFirstSwaps Omezení po£tu prohození (6.2.1)
softenFitness Zjemn¥ní �tness (6.2.2)

KlConfig Sekce nastavení K�L algoritmu
maxSwapSequenceLength Omezení po£tu prohození v K�L (6.2.3)
maxSearchBestGainPartnerDepth Omezení hloubky hledání v K�L (6.2.3)
optimizeWholeGeneration Lokální optimalizace celé generace
optimizeBestFromGeneration Lokální opt. nejlep²ího jedince z generace

P°i volb¥ vlastního iniciálního rozd¥lení CUSTOM je nutné zadat soubor s tímto roz-
d¥lením. Musí obsahovat jedinou °ádku s posloupností £íslic 0 nebo 1 podle toho, v jakém
podgrafu leºí vrchol na dané pozici. Má tedy p°esn¥ takový po£et £íslic, kolik má vstupní
graf vrchol·.

Po£et b¥h· s r·znými hodnotami seed znamená, ºe bude uskute£n¥n daný po£et b¥h·
s tím, ºe kaºdý z nich bude mít vºdy o jednotku vy²²í seed neº ten p°edchozí. To umoºní
zautomatizovat sérii pokus· nutnou pro statistické vyhodnocení výsledk·.

Název experimentu slouºí pro pojmenování soubor· se záznamy o pr·b¥hu, jak bude
popsáno v kapitole 7.6.

7.4 Uºivatelské rozhraní

K navrºenému algoritmu bylo naimplementováno i gra�cké uºivatelské rozhraní (obr. 7.2).
Jeho hlavním ú£elem je zjednodu²ení kon�gurace algoritmu a moºnost okamºitého spu²t¥ní
s nastavenými parametry. Po startu na£ítá kon�gura£ní soubor s názvem default.xml. Ak-
tuáln¥ na£tená kon�gurace je zobrazena v levém horním rohu. Pomocí tla£ítek load con�g
a save con�g lze na£íst jiný kon�gura£ní soubor nebo uloºit aktuální nastavení. P°epsání
aktuálního souboru kon�gurace se provádí pouze na pokyn uºivatele.

V levé £ásti okna je moºné nastavit v²echny kon�gura£ní parametry. Zobrazené názvy
ovládacích prvk· jsou jednodu²e p°i°aditelné k parametr·m de�novaným v kapitole 7.3.
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Obrázek 7.2: Uºivatelské rozhraní s výpisem pr·b¥hu výpo£tu.

Spou²t¥ní se provádí pomocí tla£ítka run. P°ed£asné ukon£ení lze provést pomocí tla£ítka
stop. P°i jeho pouºití se program je²t¥ pokusí dopo£ítat aktuáln¥ provád¥nou £ást výpo£tu,
aby bylo moºné zobrazit konzistentní výsledky u poslední iterace. Pokud by tento výpo£et
byl p°íli² dlouhý, lze opakovaným stisknutím stop vynutit okamºité ukon£ení. V takovém
p°ípad¥ ale nelze zobrazit konzistentní výsledky u poslední iterace.

Aplikace po dokon£ení výpo£tu zobrazuje vizualizaci výsledného rozd¥lení (v panelu vi-
sualization, viz obr. 7.3). Mod°e resp. zelen¥ jsou vyzna£eny vrcholy obou podgraf·. Sv¥t-
lemod°e resp. sv¥tlezelen¥ jsou zobrazeny vnit°ní hrany, £erven¥ potom hrany mezi vedoucí
podgrafy (jejich po£et je roven cutsize). Je moºné vypnout zobrazování vnit°ních hran nebo
zachovat jen ty hrany, které vedou k vrchol·m, jejichº alespo¬ jedna hrana je hrani£ní.

Ú£elem vizualizace je moºnost zb¥ºné kontroly rozd¥lení a p°ípadn¥ nalezení dvojice
vrchol· k moºnému prohození, které mají oba velké £íslo D (tedy mnoho £ervených hran a
málo vnit°ních hran své barvy). Tyto vrcholy je moºné ozna£it a provést ru£ní prohození
(tla£ítko swap). Takto lze doladit rozd¥lení a uloºit jej tla£ítkem save bisection do souboru
pro pozd¥j²í pouºití jako vstupního rozd¥lení nového výpo£tu.
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Obrázek 7.3: Uºivatelské rozhraní s vizualizací výsledného rozd¥lení.

7.5 Pr·b¥h výpo£tu

Spou²t¥ní z uºivatelského rozhraní popsané v minulé kapitole se hodí spí²e na experimenty s
nastavením a krat²í jednorázové výpo£ty. Pokud je t°eba provést °adu experiment· s r·znými
vstupy a nastaveními za sebou, lze vyuºít moºnost spustit program v dávce jako konzolovou
aplikaci. Ta je implementována ve t°íd¥ GBEA.ea a jejím jediným a povinným argumentem
je cesta ke kon�gura£nímu XML souboru.

V pr·b¥hu výpo£tu se zobrazují základní statistiky jednotlivých generací. Po dokon£ení
iterace se zobrazí její výsledek, vypí²e se dosaºené rozd¥lení a údaj o dob¥ výpo£tu. Na konci
výpo£tu se je²t¥ vypí²e souhrn nejlep²ích výsledk· pro v²echny b¥hy s r·znými seedy. Údaje
vypisované na konci kaºdé generace mají následující význam (pro názornost pouºit p°íklad
s konkrétními hodnotami):

2; Fbest:29,019(3x) beforeKL:892,000 Favg:75,900 Fworst:164,022(1x) idxK:49

Na za£átku °ádku je £íslo generace indexované od nuly. Fbest je hodnota �tness nejlep²ího
jedince v generaci (v závorce po£et výskyt· takových jedinc· v populaci). BeforeKL je �tness
nejlep²ího jedince p°ed provedením lokální optimalizace. Favg je pr·m¥rná hodnota �tness
populace. Fworst je hodnota �tness nejhor²ího jedince v populaci (v závorce po£et výskyt·
takových jedinc· v populaci). IdxK je od nuly indexovaný optimální po£et prohození pouºitý
v nejlep²ím jedinci (p°ed lokální optimalizací).
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7.6 Ukládání výsledk· a kon�gurace

Záznamy s pr·b¥hem výpo£tu a výsledky, které se zobrazují v konzoli nebo v uºivatel-
ském rozhraní, se automaticky ukládají do soubor·. Pro kaºdý b¥h s jinou hodnotou seed je
vytvo°en zvlá²tní soubor. Název souboru je sloºen z data spu²t¥ní, názvu experimentu a hod-
noty seed ve formátu datum_názevExperimentu_seed.txt. Na konci výpo£tu je také uloºen
seznam celkových nejlep²ích výsledk· za jednotlivé b¥hy s názvem ve formátu datum_název-

Experimentu_Results.txt. P°i spu²t¥ní z uºivatelského rozhraní se je²t¥ automaticky uloºí
nastavená kon�gurace do souboru datum_názevExperimentu_config.xml. V²echny soubory
se ukládají do adresá°e, ze kterého byl program spu²t¥n. Záznamy experiment· stejného
data, názvu a seedu se automaticky p°episují.

7.7 Reprezentace grafu

Reprezentace grafu je pln¥ pod°ízena rychlosti b¥hu výsledné aplikace i za cenu jisté redun-
dance v uloºení grafu. Graf je primárn¥ uloºen v úplné matici sousednosti. To umoº¬uje
zjistit v konstantním £ase existenci hrany mezi dv¥ma vrcholy, coº je velmi d·leºité p°i hle-
dání dvojic vrchol· k prohození. P°i provedení prohození je t°eba aktualizovat D hodnoty
i sousedním vrchol·m, proto je nezbytná rychlá implementace získání seznamu soused· k
zadanému vrcholu. P°i inicializaci grafu se z tohoto d·vodu vytvo°í seznamy soused· pro
v²echny vrcholy a v p°ípad¥ dotazu se tak nemusejí pokaºdé konstruovat z matice soused-
nosti. Z d·vodu kontroly duplicitních hran a moºnosti rychlé iterace p°es v²echny hrany jsou
v²echny hrany uloºeny v kolekci.

Z d·vodu úspory pam¥ti p°i po£ítaní velkých instancí graf· je pro matici sousednosti
pouºito bitové pole realizované vymaskováním poºadovaného bitu na p°íslu²ném indexu v
poli £ísel. Z d·vodu nezanedbatelné reºie (nap°. £astá kontrola velikosti pole) nebyla pouºita
standardní Java t°ída BitSet, ale vlastní minimalistická implementace.

Vstupní graf je na£ítán z textového souboru. Podporovány jsou dva nejpouºívan¥j²í for-
máty uloºení. Uloºení jako seznam soused· v²ech vrchol· (budeme jej nazývat Vertex format)
má tvar

po£et_vrchol· po£et_hran
n1 n2 n3 ...
n1 n2 n3 ...
...

kde jsou po£ínaje 2. °ádkem zapsány sousední vrcholy pro daný vrchol· (ni je i�tý soused
daného vrcholu). �ádk· je p°esn¥ tolik, kolik je vrchol· a jsou °azeny vzestupn¥ podle £ísla
vrcholu. Tak tedy lze ur£it £íslo vrcholu podle £ísla °ádku. V p°ípad¥ izolovaného vrcholu se
zapí²e prázdný °ádek. Uloºení seznamu v²ech hran (Edge format) má schéma
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po£et_vrchol·
po£et_hran
ve1 ve1
ve2 ve2
...

kde jsou po£ínaje 3. °ádkem zapsány hrany. Dvojice vei vei jsou koncové vrcholy t¥chto hran.
Prázdné vrcholy nemusí být speciáln¥ vypsány. Podle po£tu vrcholu na£teného z prvního
°ádku se vytvo°í správný po£et vrchol· a ty, které se nepropojí zapsanými hranami, z·stanou
izolované.

P°i pouºití obou formát· jako vstupu pro r·zné programy je t°eba se ujistit, jak má p°esn¥
daná implementace de�novaný vstupní formát a nakolik mu odpovídá vstupní soubor. Mohou
existovat varianty které mají jiný formát záhlaví, jiné £íslování vrchol· apod.

V implementaci navrºeného algoritmu je vzhledem k formátu dostupných testovacích dat
preferován vý²e popsaný Vertex format s indexováním vrchol· od 1 a o£ekávanou p°íponou
.txt. Je moºné pouºít i soubor Edge format s indexováním vrchol· od 1 a bez °ádku s po£tem
hran v záhlaví, který musí mít p°íponu .e.txt. Soubory nesmí obsahovat ºádné nadbyte£né
znaky ani nadbyte£né prázdné °ádky.

7.8 Rychlý výpo£et velikosti °ezu

V implementaci je kladen d·raz na to, aby se velikost cutsize daného rozd¥lení nepo£ítala
zbyte£n¥ £asto celá znovu pomocí procházení v²ech hran v grafu. Ve v¥t²in¥ p°ípad· to není
nutné, protoºe výslednou hodnotu optimalizovaného rozd¥lení lze získat ode£tením zisk·
provedených prohození od hodnoty rozd¥lení p·vodního.

Výhodou po£ítání cutsize pouze z grafu a rozd¥lení je velmi krátká a jednoduchá im-
plementace a tím i spolehlivost výsledku. To je uºite£né p°i lad¥ní jako kontrola správnosti
rychlého výpo£tu.

7.9 Efektivita implementace K�L algoritmus

Efektivita implementace K�L algoritmu závisí na efektivit¥ implementace grafu (popis v
7.7). P°i provád¥ní operací K�L algoritmu je klí£ová volba datové struktury pro uchovávání
dosud nespárovaných kandidátských vrchol· set°íd¥ných podle D hodnoty (viz 6.2.3). Navíc
je nutné, aby zvolená struktura umoºnila rychlé zji²t¥ní, zda obsahuje vrchol daného £ísla a
rychlý p°istup k prvk·m p°es jejich index podle set°íd¥ní. Z t¥chto d·vod· byla pro uloºení
pouºita kolekce ArrayList dopln¥na o hashovací tabulku HashMap. Samostatné standardní
Java kolekce testované p°i vývoji nespl¬ovaly v²echna poºadovaná kritéria.
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Testovací data

Následující kapitola popisuje typy graf· nej£ast¥ji pouºívané jako testovací data pro pro-
gramy °e²ící PMGB. Jsou zde uvedeny odkazy na stránky, kde jsou tyto grafy k dispozici.
Rovn¥º jsou zde odkazy na výsledky r·zných autor· p°i experimentech nad t¥mito grafy

8.1 Náhodné grafy

Náhodné grafy (random graphs) pouºívají ve svém názvu zápis formátuG(n, p) resp.G(n,m).
Oba tyto typy se li²í zp·sobem konstrukce grafu.

Graf G(n, p) je neorientovaný, obsahuje n vrchol· a p zna£í pravd¥podobnost p°ítomnosti
hrany v grafu. Vybíráme z mnoºiny v²ech moºných hran v grafu, pravd¥podobnost výb¥ru
kaºdé hrany je nezávislá na ostatních.

Graf G(n,m) je neorientovaný, obsahuje n vrchol· a práv¥ m hran. Tyto hrany jsou
vybírány náhodn¥ a rovnom¥rn¥ z mnoºiny v²ech moºných hran v grafu.

Po£et v²ech moºných hran úplného obecného neorientovaného grafu G(V,E) je

|E| =
(
|V |
2

)
=

n(n− 1)

2

kde n = |V | je po£et vrchol· grafu.

8.2 Náhodné geometrické grafy

Náhodné geometrické grafy (random geometric graphs) pouºívají ve svém názvu zna£ení
U(n, r). Vyzna£ují se podobností s grafy reálných VLSI obvod· nebo po£íta£ových sítí, pro-
toºe mají tendenci tvo°it lokální shluky (viz obr. 8.1). Tvo°í se následujícím postupem:

1. Náhodné geometrické rozmíst¥ní n vrchol· do ohrani£ené oblasti, nap°. [0, 1)2.

2. Propojení vrchol· u, v hranou se provede tehdy a jenom tehdy, pokud jejich vzdálenost
d není v¥t²í neº de�novaná prahová hodnota r, tedy d(u, v) ≤ r.

Po£et hran nebo komponent výsledného grafu není pevn¥ daný, dá se pouze statisticky
odhadnout na základ¥ parametr· grafu.

33
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Obrázek 8.1: Náhodný geometrický graf (zdroj: en.wikipedia.org).

8.3 Housenkový graf

Housenkový graf (z angl. caterpillar graph) je strom, který obsahuje jednu centrální linii a
jehoº v²echny ostatní vrcholy jsou s ní p°ímo propojeny (viz obr. 8.2).

Obrázek 8.2: Caterpillar graf (zdroj: en.wikipedia.org).

8.4 Reálné grafy

Reálné grafy mají strukturu odvozenou z parametr· n¥jakého reálného objektu nebo vý-
sledk· reálných experiment·. Nap°íklad grafy add20 resp. add32, pouºité pro experimenty
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(viz kap. 9.1), reprezentují strukturu elektronického obvodu, konkrétn¥ 20�bitové resp. 32�
bitové s£íta£ky.

8.5 �asto pouºívané testovací grafy

Pro posouzení efektivnosti vlastního algoritmu je ideální pouºít takové zdrojové grafy, pro
které jiº existují dokumentované experimenty a výsledky s existujícími algoritmy. Zárove¬
musí být dostupné ke staºení v p°esn¥ stejné podob¥.

Jako zdroje dat pro tuto práci byly pouºity následující stránky obsahující kolekce nej-
£ast¥ji pouºívaných testovacích graf·:

• Walshaw's Graph Partitioning Archive [3]

• Seoul National University, Optimization Lab Dept. Benchmark data [19]

• Paderborn University, AG Monien Research, Graph partitioning [15]

Nejkomplexn¥j²í informace ohledn¥ reálných graf· poskytuje [3]. Obsahuje odkazy na
soubory s grafy, u n¥kterých graf· i odkazy na podrobn¥j²í informace a vizualizace. Dále
obsahuje tabulky nejlep²ích dosaºených hodnot rozd¥lení graf·. Stránka [15] obsahuje krom¥
reálných graf· také kolekce náhodných a náhodných geometrických graf·. Stránka [19] ob-
sahuje nebo odkazuje náhodné grafy s de�novanými strukturami.

V pouºité literatu°e jsou konkrétní výsledky uvád¥ny nap°. v [7],[18], [2], [5].
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Kapitola 9

Experimenty

Kapitola popisuje grafy vybrané k experiment·m a prezentuje výsledky dosaºené na t¥chto
datech implementací navrºeného algoritmu. Obsahuje také výsledky vlastní implementace
K�L a srovnání s jinou implementací K�L.

Experimenty byly provád¥ny na po£íta£i s £ty°jádrovým procesorem Intel Core i5�2400
3.1GHz, 4GB RAM, OS Windows 7. Rozvrºení úloh bylo takové, aby ºádné jádro v jeden
okamºik nepo£ítalo více neº jeden graf.

9.1 Testovací grafy

V tabulce 9.1 jsou uvedeny grafy, které byly zvoleny jako testovací sada pro ov¥°ení funk£-
nosti navrºeného algoritmu. Ve výb¥ru jsou zastoupené reálné grafy (podrobnosti o t¥chto
konkrétních grafech jsou v [3] a [20]), náhodné a náhodné geometrické grafy a graf s jed-
noduchou m°íºkovou strukturou. V²echny z nich mají zdokumentované výsledky s jinými
algoritmy (viz 8.5).

Grafy jsou v jednotlivých kategoriích se°azeny vzestupn¥ podle po£tu vrchol·. Nejvy²²í
po£et vrchol· má graf cti (16840), nejvy²²í po£et hran má graf bcsstk33 (291583).

9.2 Základní experimenty

Pro kaºdý graf bylo spu²t¥no 10 b¥h· s r·znou hodnotou seed. Kaºdý b¥h se skládal z 5
iterací po 15 generacích. P°esná kon�gurace je znázorn¥na v tab. 9.2. Po£áte£ní náhodná
°e²ení pro jednotlivé b¥hy m¥la parametry dle tab. B.1. Kompletní výpis hodnot je uveden
v p°íloze B.1.

P°i experimentech byly získány hodnoty cutsize uvedené v souhrnné tab. 9.4. Sloupec
�nejlep²í známé� obsahuje hodnotu cutsize nejlep²ího známého °e²ení publikovaného ve zdro-
jích shrnutých v kap. 8.5. Kompletní výpis hodnot pro v²echny b¥hy je uveden v p°íloze
C.1.

Uvád¥ný £as iterace je pr·m¥rný £as výpo£tu jedné iterace p°i hodnot¥ seed 123. Po-
drobný rozpis v £as· v²ech iterací je v tab. 9.5. V n¥m je u v²ech graf· patrné, ºe d°ív¥j²í
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Graf |V| |E| Kategorie

add20 2395 7462

Reálné grafy

data 2851 15093
3elt 4720 13722
uk 4824 6837
add32 4960 9462
bcsstk33 8738 291583
whitaker3 9800 28989
crack 10240 30380
wing_nodal 10937 75488
cti 16840 48232
u500.05 500 1282

Náhodné geom. grafy
u500.10 500 2355
u1000.10 1000 4696
u1000.40 1000 18015
g500.02 500 2355

Náhodné grafy
g500.04 500 5120
g1000.01 1000 5064
g1000.02 1000 10107
grid64x64 4096 8064 M°íºka 64×64

Tabulka 9.1: Zvolené testovací grafy

Parametr Hodnota

initialBisectionType RANDOM
iterationsMax 5
runCount 10
seed 123
populationSize 50
generationsMax 15
Prepl 85
Pmut 8
elitism true
tournamentSize 3
forceNFirstSwaps 3
allowNFirstSwaps |V |

5
softenFitness true
maxSwapSequenceLength |V |

10
maxSearchBestGainPartnerDepth 15
optimizeWholeGeneration true

Tabulka 9.2: Základní nastavení experiment·
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Graf Min. Pr·m¥r Medián

add20 3635 3744,2 3743,5
data 7444 7543,7 7527,5
3elt 6777 6852,9 6838
uk 3385 3425,2 3434,5
add32 4677 4736,4 4735
bcsstk33 145305 145905,5 145967,5
whitaker3 14296 14468,1 14449
crack 15074 15203,5 15187
wing_nodal 37433 37681,1 37715
cti 23990 24154 24155
u500.05 604 647,3 648
u500.10 1156 1185,7 1175,5
u1000.10 2282 2344,8 2351,5
u1000.40 8973 9046,9 9045,5
g500.02 1155 1181,4 1180
g500.04 2550 2589,6 2585,5
g1000.01 2482 2535,3 2533,5
g1000.02 4994 5083,7 5082
grid64x64 3974 4025 4010

Tabulka 9.3: Iniciální rozd¥lení

Graf
Nejlep²í
známé

Navrºený EA
Nejlep²í

nalezeno v
�as

iterace
Nejep²í EA vs.
nejlep²í známé

Nejlep²í Pr·m¥r Medián Iter. Gener. [s] % Rozdíl

add20 596 639 797,7 780 5 1 86,78 107,21 +43
data 189 189 189,9 190 1 3 124,27 100,00 0
3elt 90 90 90 90 1 2 358,92 100,00 0
uk 19 482 512,7 509 5 1 345,71 2536,84 +463
add32 11 261 314,4 324 3 14 363,11 2372,73 +250
bcsstk33 10171 10171 10171 10171 1 4 1139,73 100,00 0
whitaker3 127 127 127 127 1 3 1533,27 100,00 0
crack 184 184 184 184 1 11 1661,77 100,00 0
wing_nodal 1707 1708 1711,8 1712 2 1 1746,08 100,06 +1
cti 334 334 334 334 1 2 4246,80 100,00 0
u500.05 2 7 12,1 11 3 1 4,28 350,00 +5
u500.10 26 26 38 38,5 2 1 4,43 100,00 0
u1000.10 39 52 68,8 65,5 1 10 16,02 133,33 +13
u1000.40 737 737 737 737 1 1 18,72 100,00 0
g500.02 626 626 629,2 629 2 1 5,51 100,00 0
g500.04 1744 1744 1746,6 1745,5 2 1 6,85 100,00 0
g1000.01 1362 1376 1384,6 1385 5 1 17,86 101,03 +14
g1000.02 3382 3384 3396,4 3394,5 5 1 22,39 100,06 +2
grid64x64 64 64 64 64 1 1 283,57 100,00 0

Tabulka 9.4: Výsledky základních experiment·
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Graf
Iterace Souhrn

1 2 3 4 5 Min. Max. Pr·m¥r Medián

add20 121,1 83,2 76,8 77,7 75,1 75,1 121,1 86,8 77,7
data 195,3 106,9 106,1 106,4 106,6 106,1 195,3 124,3 106,6
3elt 630,5 282,4 282,5 307,9 291,3 282,4 630,5 358,9 291,3
uk 448,3 349,4 317,1 306,7 307,1 306,7 448,3 345,7 317,1
add32 459,5 335,5 319,8 327,4 373,4 319,8 459,5 363,1 335,5
bcsstk33 1638,5 1033,7 1009,0 1009,0 1008,4 1008,4 1638,5 1139,7 1009,0
whitaker3 2877,1 1196,1 1198,5 1197,8 1196,8 1196,1 2877,1 1533,3 1197,8
crack 3214,5 1289,6 1292,4 1258,0 1254,4 1254,4 3214,5 1661,8 1289,6
wing_nodal 2758,9 1518,5 1477,2 1478,3 1497,5 1477,2 2758,9 1746,1 1497,5
cti 7505,0 3433,0 3427,0 3436,0 3433,0 3427,0 7505,0 4246,8 3433,0
u500.05 5,7 3,8 4,0 3,8 4,2 3,8 5,7 4,3 4,0
u500.10 6,1 4,4 3,9 3,9 3,9 3,9 6,1 4,4 3,9
u1000.10 22,3 15,1 15,0 13,9 13,9 13,9 22,3 16,0 15,0
u1000.40 25,6 17,2 16,7 17,0 17,0 16,7 25,6 18,7 17,0
g500.02 8,4 5,0 4,5 4,8 4,9 4,5 8,4 5,5 4,9
g500.04 11,0 6,4 5,8 5,6 5,5 5,5 11,0 6,8 5,8
g1000.01 27,4 15,5 15,0 16,0 15,4 15,0 27,4 17,9 15,5
g1000.02 37,0 18,7 19,4 18,6 18,3 18,3 37,0 22,4 18,7
grid64x64 559,6 217,5 215,4 211,7 213,7 211,7 559,6 283,6 215,4

Tabulka 9.5: �asy výpo£t· iterací [s]

iterace trvají del²í dobu, viz nap°íklad obr. 9.1 pro graf uk. Je to zp·sobeno tím, ºe v po£á-
te£ních iteracích algoritmus nachází více moºností k dosaºení v¥t²ího zisku neº v pozd¥j²ích.
Je tedy provád¥no více p°esun·, coº vyºaduje del²í £as výpo£tu.

1 2 3 4 5
300

350

400

450

iterace

£a
s
[s
]

Obrázek 9.1: �asy výpo£tu iterací grafu uk

Ze srovnání výsledk· navrºeného algoritmu s nejlep²í známou hodnotou je patrné, ºe v
11 p°ípadech z 19 byla tato nejlep²í známá hodnota navrºeným algoritmem dosaºena. U 3
dal²ích graf· byla nalezena hodnota mén¥ neº o 2% hor²í neº nejlep²í známá. U 5 graf· byla
nalezena hor²í hodnota, z toho u 2 výrazn¥ hor²í.
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9.3 Roz²í°ené experimenty

Pro grafy, u kterých navrºený algoritmus v základní kon�guraci nenalezl dostate£n¥ kvalitní
°e²ení, byla provedena dal²í série experiment· s roz²í°eným nastavením algoritmu. Oproti
základnímu nastavení (tab. 9.2) byly zm¥n¥ny parametry uvedené v tab. 9.6. Byl zdvojnáso-
ben po£et jedinc· v populaci a po£et provád¥ných iterací. Dále byla nastavena v¥t²í povolená
délka sekvence prohození u výpo£tu �tness i u K�L optimalizace.

Parametr Hodnota

iterationsMax 10
populationSize 100
generationsMax 15
forceNFirstSwaps 3
allowNFirstSwaps 4

5 |V |
maxSwapSequenceLength |V |

5

Tabulka 9.6: Roz²í°ené nastavení experiment·

Souhrn výsledk· je uveden v tab. 9.7. Roz²í°ený b¥h nalezl u 3 graf· °e²ení o mén¥ neº
3% hor²í neº nejlep²í známé. U grafu u500.05 je velký relativní rozdíl (300%) oproti nejlep²í
známé hodnot¥, ale absolutní rozdíl jsou pouze 2 hrany. Výsledky graf· uk a add32 jsou
po°ád výrazn¥ hor²í. Kompletní výsledky jsou v p°íloze v tab. D.1.

Graf
Nejlep²í
známé

Roz²í°ený EA
Nejep²í vs.

nejlep²í známé
Nejlep²í Pr·m¥r Medián % Rozdíl

add20 596 609 683,9 690,5 102,18 +13
uk 19 430 456,6 458 2263,16 +411
add32 11 121 137,1 136 1100,00 +110
u500.05 2 6 8,8 9,5 300,00 +4
u1000.10 39 40 52,6 52 102,56 +1
g1000.01 1362 1373 1379,3 1380,5 100,81 +11
g1000.02 3382 3387 3392,5 3392 100,15 +5

Tabulka 9.7: Výsledky roz²í°ených experiment·

Na grafy u500.05 a add32 bylo je²t¥ aplikováno experimentáln¥ nalezené nastavení, které
zlep²ilo nejlep²í hodnoty nalezené navrºeným algoritmem. Výsledky a hlavní zm¥ny v nasta-
vení oproti tab. 9.6 jsou uvedeny v tab. 9.8. U grafu uk se dal²ími zm¥nami parametr· jiº
nepoda°ilo hodnoty zlep²it, moºné zd·vodn¥ní je uvedeno ve zhodnocení výsledk· v kap. 10.



42 KAPITOLA 9. EXPERIMENTY

Graf Nejlep²í Hlavní zm¥na nastavení

add32 72
allowNFirstSwaps 1000
maxSwapSequenceLength 2480

u500.05 3 allowNFirstSwaps 248

Tabulka 9.8: Výsledky se speciálním nastavením

9.4 Vlastní implementace K�L

Jedním z cíl· práce je srovnání výsledk· navrºeného algoritmu s £istou K�L optimalizací.
Iniciální rozd¥lení vygenerovaná p°i experimentech s 10 hodnotami seed pro kaºdý graf byla
proto optimalizována K�L algoritmem. Jednalo se o tutéº implementaci, která byla pouºita
k lokální optimalizaci v navrºeném algoritmu. Dosaºené výsledky jsou shrnuty v 9.9 , kom-
pletní výsledky jsou v p°íloze E.1. Délka sekvence prohození byla maximální moºná pro daný
graf, hloubka prohledávání byla omezena parametrem maxSearchBestGainPartnerDepth s
hodnotou 15.

Graf Nejlep²í Pr·m¥r Medián

add20 656 846,5 866
data 202 242 238
3elt 90 130,4 135
uk 36 61,6 61,5
add32 284 354,1 332
bcsstk33 10172 11454,8 11909
whitaker3 128 135,4 132,5
crack 186 253,1 213
wing_nodal 1804 2116,4 1976
cti 366 521,3 476
u500.05 27 35,7 31,5
u500.10 70 103,3 106,5
u1000.10 97 158,3 156,5
u1000.40 737 813,7 777
g500.02 640 658 662,5
g500.04 1767 1788,1 1792,5
g1000.01 1410 1441,2 1440,5
g1000.02 3430 3477 3475
grid64x64 64 72 66,5

Tabulka 9.9: Výsledky dosaºené vlastní implementací K�L

V rámci experiment· s vlastní implementací K�L byly je²t¥ pomocí utility kltest (viz
7.2.3) provedeny K�L optimalizace náhodného rozd¥lení postupn¥ pro v²echny moºné hod-
noty maximální délky sekvence prohození. Na obr. 9.2 je znázorn¥na výsledná velikost °ezu v
závislosti na hodnot¥ parametru maxSwapSequenceLength. Patrný je globální trend klesání
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Obrázek 9.2: Velikost °ezu grafu add20 v závislosti na max. délce sekvence v K�L

cutsize, ov²em nelze obecn¥ tvrdit, ºe v¥t²í hodnota maxSwapSequenceLength zajistí lep²í
výsledek. Jev je d·sledkem toho, ºe p°i v¥t²ím po£tu kandidátských vrchol· k prohození se
stejným ziskem nelze ur£it vrchol, který ve výsledku povede k lep²ímu celkovému °e²ení. Z
obr. 9.2 je dále vid¥t, ºe pro tento graf a rozd¥lení je K�L schopno dosahovat zlep²ení jen do
délky sekvence cca 450.

Na obr. 9.3 je £asová závislost délky výpo£tu na hodnot¥ maxSwapSequenceLength. Je
vid¥t p°ibliºn¥ lineární trend závislosti. Ob£asné ²pi£ky mohou být zp·sobeny tím, ºe byl
vybrán jeden nebo více vrchol· k prohození s velkým po£tem sousedních vrchol·. Pro ty je
t°eba p°i prohazování aktualizovat D hodnoty, coº zp·sobí del²í £as výpo£tu.

U dal²ího testovaného grafu uk je na grafu závislosti velikosti °ezu na parametru maxSwap-

SequenceLength na obr. obr. 9.4 vid¥t podobný trend jako u grafu add20. V tomto p°ípad¥
ale je²t¥ do²lo ke zlep²ení p°i nejvy²²ích cca 100 hodnotách parametru maxSwapSequence-

Length.

9.5 Srovnání s jinou implementací

Pro ov¥°ení výsledk· produkovaných vlastní implementací K�L byly provedeny experimenty
se stejnými grafy a iniciálními rozd¥leními pomocí jiné implementace K�L.

Jako referen£ní byla vybrána implementace dostupná na portále Google Project hosting
[6] (FerggoK�L). Jedná se o aplikaci napsanou v jazyce C++. Vstupní graf p°ijímá ve for-
mátu edge (viz 7.7). Výpo£et neobsahuje náhodnou sloºku, pro stejný vstup má vºdy stejný
výsledek. Podle analýzy kódu pracuje s plnou délkou sekvence prohození a plnou hloubkou
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Obrázek 9.3: Doba výpo£tu grafu add20 v závislosti na max. délce sekvence v K�L
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Obrázek 9.4: Velikost °ezu grafu uk v závislosti na max. délce sekvence v K�L
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Graf Nejlep²í Pr·m¥r Medián

add20 635 791,6 794
data 189 216,6 212,5
3elt 135 166,9 163,5
uk 393 536,4 538
add32 353 428,9 437
bcsstk33 10172 11296,7 11796,5
whitaker3 130 182,8 164,5
crack 185 280,2 235
wing_nodal 1745 2039,8 1965,5
cti 407 626,7 588
u500.05 20 33,6 33
u500.10 31 89,7 87
u1000.10 113 196,1 190,5
u1000.40 737 848,2 838
g500.02 649 656,6 657
g500.04 1777 1791,6 1787
g1000.01 1428 1443,7 1441
g1000.02 3449 3487,4 3485,5
grid64x64 64 68,2 64

Tabulka 9.10: Výsledky dosaºené implementací FerggoK�L

prohledávání (nelze ov¥°it z d·vodu neexistující podrobné dokumentace). Jediná zm¥na v
originální implementaci spo£ívala v odstran¥ní náhodného generování iniciálního rozd¥lení,
které bylo nahrazeno na£ítáním rozd¥lení ze souboru. Vstupní grafy byly zkonvertovány do
poºadovaného formátu utilitou vertex2edge (viz 7.2.3) s tím, ºe byla ov¥°ena shoda velikosti
°ezu pro po£ítaná rozd¥lení u obou formát· graf·.

Hodnoty získané implementací FerggoK�L jsou shrnuty v tab. 9.10. Kompletní výpis
dosaºených hodnot je v p°íloze v tab. F.1.
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Kapitola 10

Zhodnocení výsledk·

Nejd·leºit¥j²í hodnoty získané p°i experimentech jsou uvedeny v souhrnné tabulce 10.1.
První dv¥ trojice sloupc· uvád¥jí souhrn výsledk· dosaºených navrºeným algoritmem p°i
základním a roz²í°eném nastavení. Sloupec �nejlep²í EA� obsahuje nejlep²í výsledek dosaºený
pomocí navrºeného algoritmu ze v²ech nastavení v£etn¥ speciálních. Poslední dv¥ trojice
obsahují souhrn výsledk· dosaºených se stejnými po£áte£ními rozd¥leními pomocí vlastní a
FerggoK�L implementace Kernighan�Lin algoritmu.

Graf Základní EA Roz²í°ený EA
Nej.
EA

Vlastní K�L FerggoK�L

Nej. Pr·m. Med. Nej. Pr·m. Med. Nej. Pr·m. Med. Nej. Pr·m. Med.

add20 639 797,7 780 609 683,9 690,5 609 656 846,5 866 635 791,6 794
data 189 189,9 190 189 202 242 238 189 216,6 212,5
3elt 90 90 90 90 90 130,4 135 135 166,9 163,5
uk 482 512,7 509 430 456,6 458 430 36 61,6 61,5 393 536,4 538
add32 261 314,4 324 121 137,1 136 72 284 354,1 332 353 428,9 437
bcsstk33 10171 10171 10171 10171 10172 11454,8 11909 10172 11296,7 11796,5
whitaker3 127 127 127 127 128 135,4 132,5 130 182,8 164,5
crack 184 184 184 184 186 253,1 213 185 280,2 235
wing_nodal 1708 1711,8 1712 1708 1804 2116,4 1976 1745 2039,8 1965,5
cti 334 334 334 334 366 521,3 476 407 626,7 588
u500.05 7 12,1 11 6 8,8 9,5 3 27 35,7 31,5 20 33,6 33
u500.10 26 38 38,5 26 70 103,3 106,5 31 89,7 87
u1000.10 52 68,8 65,5 40 52,6 52 40 97 158,3 156,5 113 196,1 190,5
u1000.40 737 737 737 737 737 813,7 777 737 848,2 838
g500.02 626 629,2 629 626 640 658 662,5 649 656,6 657
g500.04 1744 1746,6 1745,5 1744 1767 1788,1 1792,5 1777 1791,6 1787
g1000.01 1376 1384,6 1385 1373 1379,3 1380,5 1373 1410 1441,2 1440,5 1428 1443,7 1441
g1000.02 3384 3396,4 3394,5 3387 3392,5 3392 3384 3430 3477 3475 3449 3487,4 3485,5
grid64x64 64 64 64 64 64 72 66,5 64 68,2 64

Tabulka 10.1: Celkové zhodnocení výsledk· experiment·

P°edpoklad p°i porovnání hodnot dosaºených ob¥ma K�L implementacemi byl ten, ºe
dosaºené hodnoty budou °ádov¥ stejné, nikoliv v²ak nutn¥ shodné. Výsledky tento p°edpo-
klad potvrzují, výjimku tvo°í pouze grafy uk a u500.10. Ze srovnání nejlep²ích a pr·m¥rných
hodnot a mediánu vyplývá, ºe vlastní implementace K�L dává v nadpolovi£ní v¥t²in¥ p°ípad·
lep²í výsledky neº FerggoK�L. Tento fakt je pozitivní z hlediska budoucího porovnání, na-
kolik navrºený evolu£ní algoritmus zlep²uje klasický K�L, protoºe srovnání bude provedeno
s implementací dávající lep²í výsledky.
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Rozdílné výsledky jsou zp·sobeny implementa£ními rozdíly ve zp·sobu uloºení a pro-
cházení seznam· vrchol· k prohození. Pokud pro daný vrchol existuje jediný kandidát s
nejlep²ím ziskem, musí být v obou implementacích vybrán práv¥ tento. U více vrchol· se
stejným ziskem m·ºe být díky implementa£ním rozdíl·m vybrán v obou p°ípadech jiný kan-
didát. Rozdíl v této volb¥ se m·ºe projevit v celkovém výsledku. Po°adí výb¥ru vrchol· s
nejlep²ím ziskem bylo u n¥kolika graf· a rozd¥lení ov¥°eno podle roz²í°ených výpis· pr·b¥hu
výpo£tu obou implementací K�L.

Hlavním cílem práce bylo experimentální ov¥°ení, zda navrºený algoritmus p°ekonává
£istou K�L heuristiku. Z tab. 10.1 je patrné, ºe jiº p°i základním nastavení má navrºený
algoritmus lep²í hodnoty pr·m¥ru a mediánu ve v²ech p°ípadech krom¥ grafu uk. Nejlep²í
nalezená hodnota byla ve t°ech p°ípadech shodná (3elt, u1000.40 a grid64x64) a pouze u
grafu uk byl výsledek navrºeného algoritmu hor²í.

Moºné vysv¥tlení ²patného výsledku u grafu uk spo£ívá ve struktu°e grafu. Graf obsahuje
vrcholy pouze stup¬· 1�3, jak je patrné z tab. 10.2. Výrazn¥ nejvíce je vrchol· stupn¥ 3, u
nich je p°itom nejv¥t²í teoretická ²ance na velké D hodnoty. P°i výb¥ru vrchol· k prohození
je proto pravd¥podobn¥ k dispozici velký po£et rovnocenných kandidát· bez moºnosti, jak z
nich odli²it toho nejlep²ího pro celkový výsledek. �istá vlastní implementace K�L pravd¥po-
dobn¥ nalezla výrazn¥ lep²í °e²ení díky tomu, ºe narozdíl od pouºití v navrºeném algoritmu
pracovala na plnou délku sekvence prohození a navíc byl v n¥kterém kroku vybrán z °ady
vrchol· ze stejným ziskem p°i prohození ten výhodn¥j²í. Faktorem výb¥ru p°itom byl pouze
zp·sob implementace.

Stupe¬
Po£et
vrchol·

1 65
2 668
3 4091

Tabulka 10.2: Po£ty vrchol· daného stupn¥ u grafu uk

Velkou vypovídací hodnotu p°i posuzování kvality výsledk· navrºeného algoritmu má
srovnání s nejlep²ími dosud publikovanými výsledky. V tab. 10.3 je uvedeno srovnání nejlep²í
hodnoty dosaºené navrºeným algoritmem a nejlep²ími známými hodnotami. Tato tabulka
obsahuje nejlep²í výsledek ze v²ech kon�gurací b¥hu navrºeného algoritmu v£etn¥ speciálních.
Stejné srovnání pouze pro základní nebo roz²í°ené experimenty bylo uvedeno jiº v tab. 9.4
resp. 9.7. Z tabulky vyplývá, ºe v 11 p°ípadech z 19 bylo dosaºeno stejn¥ kvalitní °e²ení jako
nejlep²í dosud známé. U 3 graf· bylo nalezeno °e²ení pouze o jednu hranu hor²í neº nejlep²í
známé, u 1 grafu °e²ení hor²í o 2 hrany. Pouze u 2 graf· bylo nalezeno °e²ení s výrazn¥
hor²ím procentuálním i absolutním rozdílem.
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Graf
Nejlep²í
známé

Nejlep²í
navr. EA

% Rozdíl

add20 596 609 102,18 13
data 189 189 100,00 0
3elt 90 90 100,00 0
uk 19 430 2263,16 411
add32 11 72 654,55 61
bcsstk33 10171 10171 100,00 0
whitaker3 127 127 100,00 0
crack 184 184 100,00 0
wing_nodal 1707 1708 100,06 1
cti 334 334 100,00 0
u500.05 2 3 150,00 1
u500.10 26 26 100,00 0
u1000.10 39 40 102,56 1
u1000.40 737 737 100,00 0
g500.02 626 626 100,00 0
g500.04 1744 1744 100,00 0
g1000.01 1362 1373 100,81 11
g1000.02 3382 3384 100,06 2
grid64x64 64 64 100,00 0

Tabulka 10.3: Porovnání nejlep²ích známých výsledk· s výsledky navrºeného algoritmu
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Kapitola 11

Záv¥r

Jedním z hlavních cíl· této práce byl návrh hybridního evolu£ního algoritmu pro °e²ení
PMBG kombinujícího evolu£ní prohledávání a lokální optimalizaci pomocí Kernighan�Lin
heuristiky. Byla prostudována relevantní literatura a popsány stávající techniky pouºívané
p°i evolu£ním °e²ení bisekce grafu. Na základ¥ získaných informací a mnoºství experiment·
b¥hem vývoje byl navrºen vlastní algoritmus. Sou£ástí jeho programové realizace je i vlastní
efektivní varianta K�L algoritmu.

Pro experimentální £ást byly vybrány £asto pouºívané grafy s dob°e popsanými výsledky.
Po p°edb¥ºných experimentech byly nastaveny hodnoty parametr· pro základní b¥h navr-
ºeného algoritmu. Jiº v této fázi bylo dosaºeno u 11 graf· stejn¥ kvalitní °e²ení jako nejlep²í
známé, ostatní se poda°ilo v roz²í°ených experimentech je²t¥ více p°iblíºit.

Pro porovnání s £istou implementací K�L byl nejprve ov¥°en p°edpoklad, ºe vlastní a
vybraná jiná implementace K�L produkují na stejných grafech a po£áte£ních rozd¥leních
srovnateln¥ kvalitní výsledky. Klí£ovým potom bylo srovnání výsledk· vlastní K�L a na-
vrºeného algoritmu na stejných grafech a po£áte£ních rozd¥leních. Ukázalo se, ºe ve v²ech
p°ípadech krom¥ jediného skute£n¥ navrºený algoritmus dokázal K�L heuristiku p°ed£ít. Tím
byl spln¥n dal²í z hlavních cíl· práce.

Srovnání výsledk· navrºeného algoritmu s nejlep²ími známými vyzn¥lo pozitivn¥, protoºe
bylo v 11 p°ípadech dosaºeno stejné hodnoty a ve 4 p°ípadech hodnoty jen nepatrn¥ hor²í.
Pouze ve 2 p°ípadech se dal výsledek navrºeného algoritmu ozna£it jako výrazn¥ hor²í.

Výsledkem práce tedy je navrºený a implementovaný hybridní evolu£ní algoritmus, který
výborn¥ obstál ve srovnání s klasickou K�L heuristikou. Jsem spokojený i se srovnáním
s nejlep²ími dosud známými hodnotami. Rezervy a moºnosti vylep²ení spat°uji v hlub²í
analýze graf· s hor²ími výsledky a aplikaci takto získaných poznatk· do návrhu.

Z osobního pohledu oce¬uji to, ºe jsem p°i tvorb¥ této práce získal °adu zku²eností ve
velmi zajímavém oboru, jakým pro m¥ evolu£ní algoritmy jsou.
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P°íloha A

Seznam pouºitých zkratek

BFS Breadth-�rst search, prohledávání do ²í°ky

cutsize Váha nebo po£et hran odstran¥ných p°i bisekci

D Rozdíl po£tu externích a interních hran vrcholu (D = E − I)

EA Evolu£ní algoritmus

FerggoKL Vybraná referen£ní implementace K�L algoritmu

GP Graph partitioning problém

K Optimální po£et prohození s maximálním ziskem v evolu£ním algoritmu

K-L Kernighan�Lin algoritmus, heuristika

PMBG Problém hledání minimální bisekce grafu

...
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P°íloha B

Iniciální rozd¥lení

Tabulka se v²emi hodnotami cutsize náhodných iniciálních rozd¥lení pouºitých v experimen-
tech

Graf
Seed Souhrn

123 124 125 126 127 128 129 130 131 132 nejlep²í pr·m¥r medián

add20 3716 3739 3748 3725 3778 3803 3635 3761 3726 3811 3635 3744,2 3743,5
data 7444 7597 7516 7602 7472 7506 7520 7559 7686 7535 7444 7543,7 7527,5
3elt 6847 6777 7014 6818 6801 6829 6868 6945 6783 6847 6777 6852,9 6838
uk 3385 3450 3387 3441 3402 3463 3452 3401 3428 3443 3385 3425,2 3434,5
add32 4677 4786 4699 4764 4728 4727 4742 4785 4707 4749 4677 4736,4 4735
bcsstk33 146028 146075 146038 145881 146228 145907 145715 145793 146085 145305 145305 145905,5 145967,5
whitaker3 14420 14420 14365 14434 14531 14464 14613 14626 14512 14296 14296 14468,1 14449
crack 15274 15218 15235 15164 15179 15419 15153 15074 15124 15195 15074 15203,5 15187
wing_nodal 37694 37537 37787 37433 37744 37736 37566 37607 37768 37939 37433 37681,1 37715
cti 24324 23990 24120 23997 24190 24195 24043 23996 24370 24315 23990 24154 24155
u500.05 649 624 633 665 677 647 627 657 604 690 604 647,3 648
u500.10 1156 1159 1220 1203 1212 1170 1180 1170 1216 1171 1156 1185,7 1175,5
u1000.10 2282 2384 2339 2294 2351 2391 2352 2329 2358 2368 2282 2344,8 2351,5
u1000.40 9079 9044 9047 9077 9086 9094 8973 9007 9038 9024 8973 9046,9 9045,5
g500.02 1161 1192 1155 1190 1175 1162 1178 1199 1182 1220 1155 1181,4 1180
g500.04 2640 2601 2590 2561 2602 2574 2565 2550 2581 2632 2550 2589,6 2585,5
g1000.01 2531 2539 2590 2573 2536 2581 2482 2483 2529 2509 2482 2535,3 2533,5
g1000.02 5096 5080 5045 5155 5072 5151 5084 5065 4994 5095 4994 5083,7 5082
grid64x64 3974 3998 4125 4016 4002 3989 4045 4030 4067 4004 3974 4025 4010

Tabulka B.1: Iniciální rozd¥lení
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P°íloha C

Výsledky experiment·

Tabulka se v²emi hodnotami cutsize získaných p°i experimentech

Graf
Seed Souhrn

123 124 125 126 127 128 129 130 131 132 nejlep²í pr·m¥r medián

add2 895 873 877 785 772 743 859 775 639 759 639 797,7 780
data 190 190 189 190 190 190 190 190 190 190 189 189,9 190
3elt 90 90 90 90 90 90 90 90 90 90 90 90 90
uk 500 534 508 506 482 516 547 493 510 531 482 512,7 509
add32 313 294 329 336 325 329 261 280 323 354 261 314,4 324
bcsstk33 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171 10171
whitaker3 127 127 127 127 127 127 127 127 127 127 127 127 127
crack 184 184 184 184 184 184 184 184 184 184 184 184 184
wing_nodal 1711 1714 1710 1709 1714 1715 1712 1713 1708 1712 1708 1711,8 1712
cti 334 334 334 334 334 334 334 334 334 334 334 334 334
u500.05 20 18 13 13 8 10 10 11 11 7 7 12,1 11
u500.10 26 26 26 29 47 58 45 46 41 36 26 38 38,5
u1000.10 83 62 52 92 68 74 58 63 76 60 52 68,8 65,5
u1000.40 737 737 737 737 737 737 737 737 737 737 737 737 737
g500.02 632 630 632 635 630 626 628 626 627 626 626 629,2 629
g500.04 1744 1744 1747 1744 1747 1744 1750 1744 1752 1750 1744 1746,6 1745,5
g1000.01 1388 1377 1383 1393 1380 1387 1376 1382 1391 1389 1376 1384,6 1385
g1000.02 3412 3402 3404 3386 3393 3385 3396 3389 3384 3413 3384 3396,4 3394,5
grid64x64 64 64 64 64 64 64 64 64 64 64 64 64 64

Tabulka C.1: Výsledky experiment·
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P°íloha D

Výsledky roz²í°ených experiment·

Tabulka se v²emi hodnotami cutsize získaných p°i experimentech s roz²í°eným nastavením
výpo£tu

Graf
Seed Souhrn

123 124 125 126 127 128 129 130 131 132 nejlep²í pr·m¥r medián

add20 691 690 742 746 695 619 800 623 609 624 609 683,9 690,5
uk 466 464 459 443 448 476 477 446 457 430 430 456,6 458
add32 124 153 133 146 152 139 121 144 127 132 121 137,1 136
u500.05 6 8 9 10 10 6 11 10 11 7 6 8,8 9,5
u1000.10 57 54 50 64 46 54 49 40 62 50 40 52,6 52
g1000.01 1377 1373 1380 1373 1382 1379 1382 1384 1382 1381 1373 1379,3 1380,5
g1000.02 3387 3392 3393 3389 3391 3392 3390 3394 3395 3402 3387 3392,5 3392

Tabulka D.1: Výsledky roz²í°ených experiment·
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P°íloha E

Výsledky vlastní implementace K�L

Tabulka se v²emi hodnotami cutsize získanými p°i výpo£tech vlastní implementací K�L al-
goritmu.

Graf
Seed iniciálního rozd¥lení Souhrn

123 124 125 126 127 128 129 130 131 132 nejlep²í pr·m¥r medián

add20 904 892 1003 888 814 940 844 713 811 656 656 846,5 866
data 202 236 211 251 233 275 240 218 302 252 202 242 238
3elt 134 90 146 90 174 136 117 175 152 90 90 130,4 135
uk 39 36 87 57 85 51 71 68 66 56 36 61,6 61,5
add32 334 329 437 358 456 297 312 330 404 284 284 354,1 332
bcsstk33 12070 12179 11996 11909 10173 11764 11909 10228 12148 10172 10172 11454,8 11909
whitaker3 133 130 136 166 128 129 133 135 132 132 128 135,4 132,5
crack 306 460 203 207 186 304 219 207 239 200 186 253,1 213
wing_nodal 1837 3019 1804 1897 1904 1816 2157 2048 2554 2128 1804 2116,4 1976
cti 631 778 787 366 366 546 366 600 367 406 366 521,3 476
u500.05 42 32 41 31 29 29 31 56 27 39 27 35,7 31,5
u500.10 70 125 138 122 99 114 83 74 94 114 70 103,3 106,5
u1000.10 189 118 132 130 227 197 124 181 188 97 97 158,3 156,5
u1000.40 812 972 737 737 971 737 880 737 742 812 737 813,7 777
g500.02 650 664 640 666 651 657 663 662 664 663 640 658 662,5
g500.04 1798 1777 1791 1811 1794 1767 1797 1768 1805 1773 1767 1788,1 1792,5
g1000.01 1443 1410 1460 1465 1435 1449 1429 1452 1431 1438 1410 1441,2 1440,5
g1000.02 3482 3456 3515 3514 3490 3465 3461 3489 3430 3468 3430 3477 3475
grid64x64 81 64 69 74 82 64 64 64 64 94 64 72 66,5

Tabulka E.1: Výsledky vlastní implementace K�L
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P°íloha F

Výsledky jiné implementace K�L

Tabulka se v²emi hodnotami cutsize získanými p°i výpo£tech implementací FerggoK�L.

Graf
Seed iniciálního rozd¥lení Souhrn

123 124 125 126 127 128 129 130 131 132 nejlep²í pr·m¥r medián

add20 800 635 793 895 795 792 852 702 908 744 635 791,6 794
data 261 210 212 189 235 213 228 194 196 228 189 216,6 212,5
3elt 223 138 190 153 190 135 171 178 135 156 135 166,9 163,5
uk 536 540 564 499 477 534 563 714 393 544 393 536,4 538
add32 442 353 519 441 457 474 365 430 375 433 353 428,9 437
bcsstk33 12091 11985 12054 11840 10172 11753 10226 10226 12009 10611 10172 11296,7 11796,5
whitaker3 172 243 135 257 157 130 130 146 261 197 130 182,8 164,5
crack 219 419 364 185 415 198 355 251 210 186 185 280,2 235
wing_nodal 2387 2417 1745 1911 1975 2347 2075 1956 1780 1805 1745 2039,8 1965,5
cti 498 764 407 596 655 726 1176 417 448 580 407 626,7 588
u500.05 42 34 37 50 32 29 37 20 27 28 20 33,6 33
u500.10 93 88 75 81 31 86 45 158 143 97 31 89,7 87
u1000.10 178 153 224 282 210 198 113 183 166 254 113 196,1 190,5
u1000.40 812 972 878 862 971 737 887 737 812 814 737 848,2 838
g500.02 651 660 650 662 664 654 661 649 661 654 649 656,6 657
g500.04 1777 1792 1801 1817 1787 1787 1786 1787 1787 1795 1777 1791,6 1787
g1000.01 1452 1433 1428 1454 1429 1442 1431 1469 1459 1440 1428 1443,7 1441
g1000.02 3500 3449 3479 3538 3479 3469 3492 3514 3451 3503 3449 3487,4 3485,5
grid64x64 64 64 64 64 64 64 64 106 64 64 64 68,2 64

Tabulka F.1: Výsledky implementace FerggoK�L
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P°íloha G

Obsah p°iloºeného CD

\

data.............................................................Soubory s grafy
testovaci.........................................Grafy pouºité pro testování
dalsi..............................................................Dal²í grafy

experimenty....................................Nastavení a výsledky experiment·
ferggoKL..........Výsledky FerggoK�L implementace na iniciálních rozd¥leních
grafy.....................................Statistické údaje o n¥kterých grafech
iterace ...............................Data pro graf typického pr·b¥hu iterace
kompletniKL...........Testy vlastní K�L p°es v²echny délky sekvence prohození
rozsireneEA...........................Roz²í°ené experimenty s navrºeným EA
specialniEA.......Speciální experimenty s navrºeným EA pro problémové grafy
vlastniKL........Výsledky vlastní K�L implementace na iniciálních rozd¥leních
zakladniEA.............................Základní experimenty s navrºeným EA

program..............................Zdrojové kódy a spustitelné soubory aplikací
bin.............Spustitelné soubory implementace navrºeného algoritmu a utilit
src..................Zdrojové kódy implementace navrºeného algoritmu a utilit
ferggoKL...........Zdrojový kód a spustitelný soubor FerggoK�L implementace

text.............................................Text této práce ve formátu PDF
src.....................Zdrojový text této práce pro typogra�cký systém LATEX

README.txt.............................................Stru£ný popis obsahu CD
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